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RESUMEN

La presente investigación tuvo como objetivo elaborar el modelamiento y predicción de la rugo-
sidad superficial en cortes de piezas de bajas dimensiones (menores a 15 mm) con AWJC (Abrasive 
Water Jet Cutting) aplicando redes neuronales. Para ello se cortaron 80 piezas en la máquina de 
chorro de agua con abrasivos, variándose los parámetros de material: aluminio y acero inoxidable, 
grosor: ⅛”, ¼” y ½”, presión: 60 000 psi y 8000 psi, porcentaje de velocidad de corte: 20, 40, 60, 80 y 
100 y flujo de abrasivo: 0,35 y 0,5 lb/min; luego se realizaron las mediciones sobre la rugosidad su-
perficial de las piezas cortadas, utilizándose un rugosímetro palpador.  Con estos datos se diseñó la 
red neuronal artificial y la topología que mejor respondió al modelamiento y pronóstico de la rugosi-
dad superficial fue aquella compuesta por 15 neuronas en la primera capa, 6 neuronas en la segunda 
capa y 90 épocas, con la cual se obtuvo un MSE de 0,000000000000793, un RMSE de 8,90595E-07 y 
un MAPE de 0,0024979% para el modelamiento del pronóstico de la rugosidad superficial.

Asimismo se evaluó la influencia de los parámetros de corte: porcentaje de velocidad de corte, 
flujo de abrasivo, grosor, presión y tipo de material sobre la rugosidad superficial a través de un ANO-
VA y los Intervalos LSD, donde todos los efectos simples fueron significativos para los 5 parámetros 
estudiados, en las interacciones dobles fueron significativas el porcentaje velocidad de corte vs flujo 
de abrasivo, porcentaje de velocidad de corte  vs presión,  porcentaje de velocidad de corte vs tipo de 
material, el flujo de abrasivo vs presión, y existieron dos identificadas interacciones triples significa-
tivas entre porcentaje de velocidad de corte, flujo de abrasivo y la presión y la interacción porcentaje 
de velocidad de corte,  presión y tipo de material. El corte por chorro de agua con abrasivo tiene 
mejor efecto (menor rugosidad) en piezas de acero con porcentaje de velocidad de corte bajo (20%, 
40%) de grosor alto (0,5”) trabajando con flujo abrasivo de 0,5” /min y a una presión de 8000 psi. 

PALABRAS CLAVE: Corte por chorro de agua con abrasivos, Redes neuronales artificiales, Rugosi-
dad superficial, modelo predictivo

ABSTRACT

The objective of this research was to elaborate the modeling and prediction of surface roughness 
in cuts of low-dimensional pieces (less than 15 mm) with AWJC (Abrasive Water Jet Cutting) appl-
ying neural networks. For this, 80 pieces were cut in the water jet machine with abrasives, varying 
the material parameters: aluminum and stainless steel, thickness: ⅛”, ¼” and ½”, pressure: 60,000 
psi and 8,000 psi, speed percentage cutting speed: 20, 40, 60, 80 and 100 and abrasive flow: 0.35 
and 0.5 lb/min; then measurements of the surface roughness of the cut pieces were obtained, using 
a feeler roughness meter. The artificial neural network was designed and the topology that best res-
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ponded to the modeling and prognosis of surface roughness was that composed of 15 neurons in 
the first layer, 6 neurons in the second layer and 90 epochs, with which an MSE of 0 was obtained. 
.000000000000793, an RMSE of 8.90595E-07 and a MAPE of 0.0024979% for modeling the surface 
roughness forecast.

Likewise, the influence of the cutting parameters was evaluated: percentage of cutting speed, 
abrasive flow, thickness, pressure and type of material on the surface roughness through an ANOVA 
and the LSD Intervals, where all the simple effects were significant for the 5 parameters studied, in 
the double interactions the % cutting speed vs. abrasive flow, percentage of cutting speed vs. pressu-
re, percentage of cutting speed vs. type of material, the flow of abrasive vs. pressure were significant, 
and there were two identified Significant triple interactions between percentage of cutting speed, 
abrasive flow and pressure and the interaction percentage of cutting speed, pressure and type of 
material. Waterjet cutting with abrasive has a better effect (less roughness) on steel parts with a low 
cutting speed percentage (20%, 40%) and a high thickness (0.5”) working with an abrasive flow of 0.5 
/min and a pressure of 8000 psi.

KEYWORDS: Abrasive water jet cutting, Artificial neural networks, Surface roughness, predictive 
model
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PROLOGO

Hoy en día las nuevas tecnologías industriales como las redes neuronales y la inteligencia artificial 
están transformando el modo en que las máquinas funcionan.  Estas tecnologías contribuyen a optimi-
zar los procesos de producción, haciendo que sean más eficientes, ágiles, económicos y autónomos.  
Al incorporar estas tecnologías en los procesos industriales, se van a eliminar tiempos improductivos, 
reducir errores y por consiguiente aumentar la productividad y competitividad empresarial.

Con el objetivo de divulgar esta información, es importante resaltar que existen tecnologías no 
convencionales de corte, que son amigables con el medio ambiente, como la tecnología de corte por 
chorro de agua, que utiliza únicamente un hilo de agua para cortar materiales blandos y, cuando se 
combina con abrasivos, puede cortar diferentes tipos de materiales duros. A diferencia de las maqui-
nas convencionales de corte, que requieren diversas herramientas de cortes dependiendo del tipo de 
material a cortar, esta tecnología ofrece una solución más versátil.

Además, en este texto, se pretende brindar una guía para aquellos lectores que estén interesados 
en cómo realizar un modelamiento de un proceso industrial usando redes neuronales. En específico, 
se detallan los pasos necesarios para llevar a cabo el modelamiento y predicción de la rugosidad 
superficial en cortes de piezas de bajas dimensiones utilizando la técnica de corte por chorro de agua 
con abrasivo (AWJC, por sus siglas en inglés) junto con redes neuronales.

El libro consta de 4 capítulos, en los cuales se aborda la teoría sobre redes neuronales y se explica 
cómo desarrollar el modelo neuronal correspondiente. En el primer capítulo se describe la proble-
mática, se justifica e indica la importancia de la investigación, así como los objetivos planteados. El 
segundo capítulo presenta antecedentes de la investigación y una introducción al corte por chorro de 
agua, incluyendo los distintos tipos de corte, el proceso de corte por chorro de agua con abrasivos, 
los parámetros del proceso de AWJC y las ventajas y desventajas. También se exploran conceptos 
como la rugosidad superficial (Ra), las redes neuronales artificiales, la estructura de una red neuronal, 
el modelo de una neurona artificial, la arquitectura de las redes neuronales, el perceptrón multicapas y 
las aplicaciones de las redes neuronales.

En el tercer capítulo se expone el marco metodológico de la investigación, donde se establece el 
enfoque y diseño utilizados. También se explica de manera didáctica y concisa cómo se llevó a cabo la 
investigación, dividiéndola en 6 etapas: requerimientos para el corte de las piezas de bajas dimensio-
nes, diseño asistido por computadora (CAD), manufactura asistida por computadora (CAM), medidas 
de rugosidad superficial, análisis de la influencia de los parámetros de corte y modelamiento de la 
rugosidad superficial (Ra) utilizando redes neuronales artificiales.

Por último, el cuarto capítulo presenta los resultados y la discusión de la investigación. 

Dr. Nicolás Kemper Valverde
kemper@unam.mx

Coordinador de la Unidad de Tecnologías Digitales e Industria 4.0  
del Instituto de Ciencias Aplicadas y Tecnología (ICAT)

Universidad Nacional Autónoma de México (UNAM)
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INTRODUCCIÓN

La tecnología de corte por chorro de agua con abrasivos, en ingles Abrasive Water Jet Cutting  
(AWJC) es uno de los principales procesos de máquina herramienta de más rápido crecimiento 
en el mundo debido a su versatilidad y facilidad de operación. Es un proceso de corte en frío que 
no utiliza herramientas habituales, sino un hilo de agua como herramienta de corte, atributos que 
lo hacen apto, como un método alternativo para la fabricación en miniatura, donde los métodos 
convencionales de fabricación pueden ser muy limitados, Siendo una de las limitaciones para la 
manufactura de dispositivos pequeños, también conocida como micromanufactura, el desarrollo 
de herramientas de corte adecuadas al tamaño y a los diversos materiales que se deseen maqui-
nar. 

El presente proyecto de investigación tiene como objetivo elaborar el modelamiento y predic-
ción de la rugosidad superficial en cortes     de piezas de bajas dimensiones con AWJC aplicando 
redes neuronales, que es uno de los factores fundamentales para medir la calidad del corte de una 
pieza, el cual es el resultado de la combinación de parámetros que intervienen en el proceso de 
corte del AWJC. Para ello se utilizaron los datos que se extrajeron de los cortes que se realizaron 
para la obtención de piezas de bajas dimensiones, sobre placas de grosores de 1⁄8”, ¼” y ½” en 
materiales de acero inoxidable y aluminio. Se variaron los parámetros de material, grosor, presión, 
velocidad de corte y flujo de abrasivo, luego se realizaron mediciones sobre rugosidad superficial 
para el entrenamiento de la red neuronal. 

Esta investigación esta presentada en cuatro capítulos: 

El primer capítulo comprende la descripción de la realidad problemática, la justificación e 
importancia, así como los objetivos que se plantearon para realizar la investigación.

En el segundo capítulo se presentan los antecedentes de la investigación y las bases teóricas 
Se menciona con respecto al corte por chorro de agua:  tipos de corte, se describe el proceso de 
corte por chorro de agua con abrasivos, parámetro del proceso de AWJC, ventajas y desventajas; 
asimismo se presenta los conceptos de rugosidad superficial (Ra), redes neuronales artificiales, 
estructura de una red, modelo de una neurona artificial, arquitectura de las redes neuronales, per-
ceptrón multicapas y aplicaciones de las redes neuronales

El marco metodológico de la investigación se presenta en el tercer capítulo, conteniendo el 
enfoque, el diseño utilizado, el sujeto de la investigación y los métodos y procedimientos desarro-
llados durante la investigación, indicándose que la investigación se desarrolló en 06 etapas: Etapa 
1: Requerimientos para el corte de las piezas de bajas dimensiones; Etapa 2: Diseño Asistido por 
Computadora – CAD; Etapa 3:  Manufactura Asistida por Computadora – CAM; Etapa 4: Medidas 
de rugosidad superficial; Etapa 5:Análisis de la influencia de los parámetros de corte y Etapa 6: 
Modelamiento de la rugosidad superficial (Ra) usando redes neuronales artificiales.

En el cuarto capítulo se presentan los resultados y discusión de la investigación. Finalmente se 
presentan las conclusiones y recomendaciones de la investigación. 



CAPÍTULO I:

ASPECTOS DE LA 
PROBLEMÁTICA I
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1.1 DESCRIPCIÓN DE LA REALIDAD PROBLEMÁTICA 

En el último siglo la miniaturización ha sido impulsada por el aumento de la tendencia de la fabricación 
de productos y dispositivos más pequeños, más rápidos y más baratos (Corbett et al., 2000) por lo que la 
manufactura de dispositivos de pequeñas dimensiones, también conocida como micro manufactura (MET), 
para crear estructuras, componentes o sistemas de dimensiones en el orden de los milímetros y micras, se 
lleva a cabo por un conjunto de procesos. Una tecnología relativamente nueva y al mismo tiempo importante 
según Ruiz (2005) es la micromanufactura que sirve para la producir componentes de pequeñas dimensio-
nes (menores a 15 [mm]).

La distinción principal entre micro y macro manufactura es el mecanismo de corte. En el caso de la micro 
fabricación se trata de un proceso complejo en el que interactúan la estructura del material, el tamaño de 
la pieza y las características del corte, mientras que en la macro fabricación intervienen factores como el 
material a cortar y la viruta generada (Pérez, 2012).

De acuerdo a Gómez et al. (2011) el desarrollo de herramientas (cortadores) adecuadas para el tamaño 
y los diversos materiales empleados, con las técnicas de corte por arranque de material empleadas en las 
máquinas herramienta convencionales, viene a ser una de las limitaciones de la micromanufactura.  

Ante esta limitación se presenta el proceso de manufactura no convencional, AWJC, que  según la cla-
sificación hecha por Kim (2007) se considera al corte por chorro de agua como un proceso de maquinado 
adecuado para cortes a nivel milimétrico, el cual se aplica en la industria para realizar cortes a nivel macro-
métrico, utilizando un hilo de agua como única herramienta de corte, siendo un método alternativo para la 
fabricación en miniatura, donde los métodos convencionales de fabricación pueden ser muy limitados, pre-
sentando una serie de inconvenientes como: la existencia de una zona afectada térmicamente, formación 
de escoria, formación de humos peligrosos, radiaciones UV, entre otras. Estos se manifiestan con mayor 
intensidad en materiales sensibles y de poco grosor.

Desde los años 70´s, el AWJC es utilizado en la industria para cortes en materiales difíciles de mecanizar 
tales como materiales de dureza alta o compuestos, en lugar de hacer uso de los procesos convencionales, 
que no sería técnica y económicamente rentables (Kovacevic et al., 1997).

En la forma de trabajo tradicional, el operario del proceso de corte AWJC genera un archivo CAD (Diseño 
Asistido por Computadora) de la pieza que se desea fabricar y mediante un sistema CAM (Manufactura 
Asistida por Computadora) generan el programa-pieza que será ejecutado a través del CNC (Control Numé-
rico Computarizado), seleccionando los parámetros de corte que deberán definirse por el mismo operario de 
la máquina, quien deberá tener conocimientos de los procesos de fabricación y la selección de parámetros 
de operación. Con las informaciones mencionadas se deberá alimentar el sistema CAM por el operario. Sin 
embargo, debido a que las maquinas-herramientas que utilizan CNCs son generalistas, se hace necesario su 
correcta parametrización, para la obtención de una buena calidad de corte.

Para conjugar la problemática expuesta en esta investigación se propone utilizar el proceso AWJC para 
cortar piezas de bajas dimensiones (menores de 15 mm) con 03 tipos de grosores en el siguiente orden mili-
métrico: 3,4 (1/8”), 6,4 mm (1/4”) y 12,7 mm (1/2”), variando los parámetros: tipo de material, grosor, presión, 
velocidad de corte y flujo de abrasivo.  Asimismo, utilizar las redes neuronales, como técnica de inteligencia 
artificial para modelar y predecir el grado de rugosidad superficial, que es uno de los factores fundamentales 
para medir la calidad del corte de una pieza, el cual es el resultado de la combinación de parámetros que 
intervienen en el proceso de corte del AWJC.
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Como parte de esta investigación se utilizó un proceso de corte no convencional, también conocido 
como proceso moderno de corte en la manufactura, AWJC para cortar piezas de bajas dimensiones.  

Asimismo, de la inteligencia artificial se propuso la técnica redes neuronales artificiales con la finalidad 
de modelar y predecir el grado de rugosidad superficial, el cual es uno de los factores fundamentales para 
medir la calidad del corte de una pieza, como resultado de la integración de parámetros que intervienen en 
el proceso AWJC. 

Socialmente se buscó brindar información sobre el uso de un modelo de red neuronal empleado que 
permite predecir la rugosidad superficial de piezas de bajas dimensiones, proporcionando información ade-
cuada a operarios, ingenieros, investigadores, gerentes de empresas que dispongan de una máquina de 
AWJC e interesados en la fabricación por los cortes de piezas con bajas dimensiones.

1.2 DELIMITACIÓN DE LA INVESTIGACIÓN 

• Delimitación Espacial:

Los cortes de las piezas de bajas dimensiones se realizaron en el Laboratorio Universitario de Inge-
niería de Diseño y Manufactura Avanzada (LUIDIMA) ubicado en Centro de Ciencias Aplicadas y Desarro-
llo Tecnológico (CCADET) – Universidad Nacional Autónoma de México (UNAM).

• Delimitación Temporal: 

El periodo que comprendió el conocimiento del proceso de AWJC, experimentación de los cortes a 
realizar y el análisis de la información extraída de la experimentación. 

• Delimitación Social: 

 - Operarios de la máquina de AWJC

 - Investigadores

 - Especialistas de las técnicas de inteligencia artificial

 - Propietarios y gerentes de las máquinas AWJC

• Delimitación Conceptual: 

En la presente investigación se utilizaron conceptos de:

 - Proceso de AWJC

 - Técnicas de inteligencia artificial: Redes Neuronales

 - Micromanufactura

 - Parámetros óptimos de corte del AWJC

 - Rugosidad Superficial (Ra)
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CAPÍTULO II: 

MARCO TEORICO II
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2.1 ANTECEDENTES DE LA INVESTIGACIÓN

Sobre el uso de técnicas de inteligencia artificial en el proceso AWJC a nivel macrométrico, se han reali-
zado las investigaciones, las mismas que se presentan a continuación:

• Zagórski et al. (2018) en su artículo investiga el efecto del cambio de flujo volumetrico del abrasivo 
y la alimentación del chorro en la eficacia del mecanizado de la aleación de magnesio de fundi-
ción AZ91D.  Los resultados demuestran un efecto significativo del flujo abrasivo y la velocidad de 
alimentación del chorro en la calidad de la superficie mecanizada -rugosidad e irregularidades de la 
superficie-. Además, se modelaron parámetros de rugosidad superficial 2D seleccionados utilizando 
redes neuronales artificiales -función de base radial y perceptrón multicapa-, y demuestra que estas 
redes neuronales vienen a ser una adecuada herramienta para la predicción de parámetros de rugo-
sidad superficial en el mecanizado por chorro de agua abrasivo (AWJM).  

• Shukla & Tambe (2010) utilizaron el AWJC para cortar compuestos poliméricos reforzados con fibra 
de Kevlar. En su artículo presentan un enfoque detallado de uso y efectividad de una red neuronal de 
retropropagación (NN) para modelado y predicción de tres características de la superficie de corte, 
a saber, ancho del corte superior, ancho del corte inferior y rugosidad de la superficie (Ra) en AWJC 
de compuestos epoxi-kevlar de grado aeroespacial.  Llevaron a cabo experimentos factoriales com-
pletos diseñados estadísticamente basados   en tres parámetros de proceso  AWJ: presión de chorro 
de agua (WJP), tasa de flujo abrasivo (AFR) y nivel de calidad (QL); en tres niveles cada uno para 
generar la base de datos de entrenamiento para la red neuronal. Los resultados demuestran que el 
modelo de la red neuronal fue capaz de modelar y predecir con éxito los dos anchos de corte y la 
rugosidad de la superficie coincidiendo estrechamente con los resultados experimentales.

• Çaydaş & Hasçalik, 2008a para pronosticar la rugosidad de la superficie en el proceso de AWJ 
desarrollaron redes neuronales artificiales y el modelo de regresión. Se utilizó un  diseño de Taguchi 
de experimentos, los datos fueron seleccionados al azar para el entrenamiento y probar el modelo 
de red neuronal.  El modelo de redes neuronales feedforward backpropagation se desarrolló con 
los parámetros de mecanizado: velocidad de desplazamiento, la presión del chorro de agua, la 
separación entre la boquilla y el material empleado, tamaño del grano abrasivo y el flujo de abra-
sivo. Cuando los resultados de ambos modelos fueron comparados con los experimentales, fue 
evidente que el de regresión mostró un desempeño ligeramente mejor  el de red neuronal. Varios 
autores concluyeron que el rendimiento del modelo neuronal podría ser mejorado con gran cantidad 
de datos experimentales provenientes de una experimentación de factorial completo y teniendo en 
cuenta las características de rendimiento adicional. 

• Lu et al. (2005) utilizo las redes neuronales artificiales para fines de predicción de los procesos 
de corte de varios materiales en AWJ. La red neuronal alimentada hacia adelante y entrenada con 
retro-propagación, fue desarrollada en MATLAB, con tres parámetros de entrada: tipo de material de 
la pieza, la presión de chorro de agua y el índice de calidad de corte deseada, mientras que la veloci-
dad de corte se fijó como objetivo la predicción. Los autores concluyeron que los modelos de redes 
neuronales de predicción para ciertos sistemas AWJ pueden ser utilizados para la optimización de 
parámetros y simulación numérica de procesos corte AWJ.

2.2 ORIGEN DEL CORTE CON CHORRO DE AGUA

Gracias a su poder y en forma de chorros el agua ha estado al servicio de la humanidad durante cientos 
de años (Kovacevic et al., 1993). Los antiguos egipcios usaban arena combinada con agua para extraer y 
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limpiar. El agua a alta presión se ha utilizado para la tala tanto en la silvicultura como en la minería. Los mine-
ros de California a mediados del siglo XIX usaban agua para cortar las laderas de las montañas auríferas 
(Burnham & Kim, 1989).  

Como la persona que estudió el uso de agua a presión ultra alta (UHP) por primera vez se concibe al Dr. 
Norman Franz, quien quería innovar las formas de cortar árboles gruesos en madera, logrando se le atribuya 
la denominación del padre del chorro de agua. El término UHP se define como más de 30,000 lb/pulg2 (psi). 

El uso industrial de la tecnología WJC se remonta a una patente emitida en 1968. El Dr. Norman C. Franz 
(University of British Columbia) logro patentar el concepto de un sistema de WJC a muy alta presión. Su 
patente para producir una corriente de agua coherente implicaba agregar un polímero líquido de cadena 
larga al agua para evitar que se rompa cuando entraba en contacto con el aire. El Dr. Franz necesitaba un 
socio industrial que pudiera construir una bomba de alta presión de acuerdo con sus intenciones, asocian-
dose con la empresa McCartney Mfg.  Más tarde, McCartney adquirió la patente y comenzó a fabricar sis-
temas de WJC. Luego, McCartney fue comprada por Ingersoll-Rand y se convirtió en una división de esta 
empresa. El primer sistema de corte se vendió a Alton Box Board Co. en Tennessee para cortar formas de 
tubos de papel laminado que las sierras y los enrutadores no podían manejar bien.

Ingersoll-Rand no apreció inicialmente el potencial de la técnica y, en consecuencia, no se patentaron 
las invenciones relativas a intensificadores y boquillas. Este error abrió posibilidades para FLOW Inc., que 
comenzó a desarrollar su propio sistema de chorro de agua. FLOW Inc. también invirtió mucho en el desa-
rrollo de la tecnología en sí. El primer sistema fue entregado por FLOW en 1974 y este sistema tenía una 
configuración de boquilla que mejoró la calidad del chorro en comparación con los sistemas anteriores.

El interés en desarrollar la tecnología llevó a la invención del corte por AWJC. Se agregaron partículas 
abrasivas al chorro de agua y fue posible perfilar metales y otros materiales duros. La adición de partículas 
a la corriente fue patentada por FLOW en 1983 (Hashish, 1992).

2.2.1 Principio de funcionamiento 

También es importante tener en cuenta que la tecnología no se limita al corte, sino que también se puede 
utilizar para operaciones como taladrar, fresar, tornear y limpiar.

La tecnología WJC es un proceso en el cual se realiza corte en frío utilizando un flujo de solamente agua, 
o agua junto con un abrasivo, a una velocidad supersónica erosiona el material,  bajo las siguientes fases:

• Generación de presión

La ultra-alta presión nominal del flujo de agua hasta 94 000 psi, es generada por una bomba. Como 
aspecto comparativo es la manguera contra incendios que utilizan los bomberos opera a presiones de 
390 a 1200 psi.

• Conversión de la presión a velocidad

Esta presión es convertida a velocidad através de un orificio pequeño que esta presente en una joya, 
creando así un corriente de agua tan delgada como un cabello humano, capaz de cortar materiales blan-
dos.
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• Ingreso del material abrasivo

El flujo supersónico de agua impulsa el abrasivo y aumenta en 1000 veces la potencia de corte.

Del cabezal de corte sale el agua y el abrasivo con casi cuatro veces la velocidad del sonido y con 
capacidad de cortar acero de espesores mayores a 30 centimetros (Burnham, 2015)

2.2.2 Tipos de corte por chorro de agua

Existen dos tipos de corte utilizando chorro de agua: 

• Por chorro de agua, siglas en inglés de Water jet cutting (WJC) 

• Por chorro de agua con abrasivos, en inglés AWJC (Abrasive Water Jet Cutting) 

2.2.3 Corte por chorro de agua – WJC

Se empleó como primer método de corte el WJC, el mismo que es capaz de funcionar las 24 horas del 
día, proporcionando una forma geométrica muy detallada a una alta velocidad de corte. Entre los usos más 
comunes del WJC, este se aplica para corte de materiales como espuma, pañales descartables, papel tisú, 
polímeros, alimentos, entre otros. 

Con el uso de un chorro de agua a ultra alta presión, se consigue realizar el corte por agua, generado por 
un sistema hidráulico, el cual está accionado por un motor eléctrico el mismo que actúa sobre un pistón mul-
tiplicador, y como resultado, aumenta la presión hasta 20 veces y trasladándola hacia el cabezal de corte. 

La entrada del agua pasa a través de un pequeño orificio que tiene una joya (Figura 1), colocada está en 
el extremo de una tubería, creando un haz de agua muy delgado y de muy alta velocidad, lo que hace cambiar 
la presión a la velocidad.   Aproximadamente 40 000 psi es la corriente resultante que sale del orificio si está 
viajando a Mach 2 (dos veces la velocidad del sonido, a 15 ºC es 2,450 km/h) y de 60 000 psi, para una veloci-
dad Mach 3. El diámetro del orificio que atraviesa el chorro de agua varía desde 0,004 hasta 0,010 pulgadas 
para el corte típico (How Abrasive Waterjets Work – Waterjets.Org, n.d.)
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Figura 1   

Corte por Chorro de Agua

Nota. Waterjets.Org – The Most Complete Waterjet Resource on the Web, n.d.

Mientras que en el WJC, el flujo supersónico erosiona el material, en el AWJC, la corriente de chorro de 
agua hace que se aceleren las partículas abrasivas y éstas y no el agua, erosionan al material. El WJC corta 
materiales blandos y con el AWJC se corta materiales duros, tales como piedra, metales, cerámica y mate-
riales compuestos. El AWJC utilizando los parámetros estándar puede cortar materiales de gran dureza 
como el  óxido de aluminio y la cerámica. 

El AWJC comienza igual que el WJC. Sin embargo, a medida que chorro de agua sale por el delgado 
orificio de la joya (Figura 2), se agrega abrasivo al chorro y se mezcla. El agua a alta velocidad que sale del 
orificio de la joya crea un vacío que extrae el abrasivo de la línea abrasiva, que luego se mezcla con el agua en 
el tubo de mezcla, acelerando las partículas abrasivas a velocidades lo suficientemente rápidas como para 
cortar materiales mucho más duros (How Abrasive Waterjets Work – Waterjets.Org, n.d.).  
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Figura 2

Corte por Chorro de Agua con Abrasivos

0

Nota. La guía definitiva del corte por chorro de agua (Burnham, n.d.)

Cada uno de los tres tipos de materiales del orificio, más comunes, como rubi, zafiro y el diamante tienen 
propiedades únicas.

El zafiro es el material más común del orificio en la actualidad. Tiene una buena calidad de corriente y 
tiene un tiempo de vida, con buena calidad del agua, entre 50 a 100 horas de corte. En aplicaciones de AWJC 
el tiempo de vida del zafiro es de la mitad de las aplicaciones de chorro de agua pura.  Los Zafiros general-
mente cuestan entre $ 15 y $ 30 cada uno.

El Rubí también se puede utilizar en aplicaciones de chorro de agua con abrasivos. El flujo tiene caracte-
rísticas muy adecuadas para cortes por chorro de agua con abrasivos, pero no están bien adaptados para el 
WJC. Aproximadamente el costo es similar que el zafiro.

El diamante tiene mucho más tiempo la vida de ejecución (800 a 2000 horas), pero es de 10 a 20 veces 
más costoso (Ver Tabla 1). El diamante es especialmente útil cuando se operan las 24 horas al día. Diaman-
tes, a diferencia de los otros tipos de orificio, puede algunas veces limpiarse ultrasónicamente  y reutilizarse 
(Flow International Corporation, 2008).
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Tabla 1

Tipos de Materiales más Comunes del Orificio

Material Vida Útil Uso Observación

Zafiro 50 a 100 horas WJC De uso general, aunque la vida se reduce en 
1/2 para aplicaciones de AWJC

Rubí 50 a 100 horas AWJC Corriente no apropiada para aplicaciones de 
WJC

Diamante 800 a 2000 horas WJC  y AWJC 10 a 20 más caro que el Rubí o el Zafiro

El poder de corte de un chorro de agua supersónica se multiplica por mil cuando se agrega el material 
abrasivo a la mezcla. En una tolva de transferencia el abrasivo se mantiene limpio y seco para ser agregado 
al cabezal de corte al final. Una vez que el material abrasivo está en el cabezal de corte, el agua lo acelera y 
sale disparado del tubo de mezcla como si fuera el proyectil que sale de una pistola.  Se debe mantener una 
mezcla de agua-abrasivo y un poco de aire.  Durante el proceso se utilizan alrededor de 4 litros de agua por 
minuto y 450 gramos de abrasivo por minuto.

El abrasivo utilizado en el proceso AWJC es de arena dura que ha sido especialmente seleccionado en 
tamaño. El abrasivo más común es el granate, por ser duro, resistente y al mismo tiempo barato. Hay dife-
rentes tamaños de malla que se utilizan para diversos trabajos:

Grano 120: Produce una superficie lisa.

Grano 80  : De propósito general, es el más común.

Grano 50  : Cortes relativamente más rápido que 80, y superficie ligeramente rugosa. 

El  tubo de mezcla se comporta como un cañón de un rifle para acelerar las partículas abrasivas. El, al 
igual que el orificio, vienen en diferentes tamaños y con vida útil  de reemplazo.  El Tubo de mezcla es de 
aproximadamente 3” de largo,  ¼” de diámetro, y tienen diámetros internos que van desde 0,020” hasta 
0,060”, siendo  el más común es 0,040”. 

Aunque la máquina de corte por AWJC,  por lo general se considera fácil de manejar, el tubo de mezcla 
requiere la atención del operador. Un importante avance tecnológico en el chorro de agua fue la invención de 
tubos de mezcla con una larga duración (Tabla 2). Desafortunadamente, los tubos de carburo de tungsteno, 
tubos de una larga duración son más frágiles que sus predecesores.  Si el cabezal de corte entra en contacto 
con pinzas,  o con el material a cortar, el  tubo se puede romper, los cuales no se pueden reparar.
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Tabla 2

Vida Útil de los Tubos de Mezcla

Material Vida útil (horas) Observación

Estándar de carburo de 
tungsteno 4 a 6

Estos fueron los  originales tubos de  mezcla,  que ya no se utilizan, 
debido a su bajo rendimiento y al  costo por hora.  Ellos requieren 
ser  reemplazados muy frecuentemente

Compuesto de carburo de 
bajo costo 35 a 60 Son buenos para el corte áspero o cuando se está  entrenando  a 

un nuevo operador
Compuesto de carburo de 
media vida 80 a 90 Son buenos para cortes para trabajos cotidianos

Compuesto de carburo 

Premium 
100 a 150 Se utiliza tanto para el trabajo de precisión como para trabajo 

cotidiano

La distancia del tubo de mezcla con el material a cortar es generalmente 0,010 a 0,200”.  La mayor sepa-
ración (más de 0,080”) puede causar un glaseado que aparece sobre el borde del corte de la pieza.  

2.2.4 Sistema de AWJC 

Un  sistema de AWJC, mostrado en la Figura 3, consta de cuatro partes principales: sistema de prepa-
ración del agua, el sistema de generación de presión, la formación del chorro y el sistema de suministro de 
abrasivos. 

Sistema de preparación del agua

El sistema de preparación de agua se utiliza para suministrar agua purificada al sistema generación de 
presión. En general, las partículas mayores de 1 µm tienen que ser filtradas para evitar el desgaste de las 
partes críticas del sistema de generación de presión. 

Sistema de generación de presión

Este sistema está equipado con una bomba de alta presión para asegurar un flujo continuo y estable.  El 
corazón para el sistema de chorro de agua es la bomba, la misma que ejerce presión sobre el agua envián-
dola de forma continua, de modo que una cabeza de corte puede a su vez volver esa agua presurizada en un 
chorro de agua con corriente supersónica.  Hay dos tipos de bomba que se pueden utilizar para aplicaciones 
de chorro de agua: intensificador de presión y una bomba impulsora directa. 
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Figura 3   

Esquema del Sistema AWJC

Nota. Performance Enhancement of Abrasive Waterjet Cutting (Pi, 2008)

Bomba de impulsión directa

La bomba de impulsión directa se utiliza para aplicaciones de baja presión, tales como lavado a presión 
de una casa o de una cubierta antes de volverla a pintar.  Es una bomba triple que consigue el movimiento 
de los tres émbolos directamente desde el motor eléctrico. 

Se conoce que las bombas de impulsión directa son utilizadas en diversas aplicaciones industriales, la 
gran mayoría de las bombas de ultra alta presión por chorro de agua a nivel mundial, hoy en día son intensi-
ficadores de presión.

Intensificador de presión

En una típica bomba intensificadora, existen dos circuitos de fluidos: circuito de agua y circuito hidráu-
lico. 

El circuito contiene filtros de agua a la entrada, bomba de refuerzo, intensificador, y un atenuador para 
la presión.  El flujo de agua se filtra mediante el sistema de tratamiento de agua de entrada; por lo general 
incluye un filtro de 1 y 0,45 micras. Posteriormente el flujo de agua filtrada va hacia la bomba de refuerzo, 
manteniéndose una presión de ingreso de agua aproximadamente a 90 psi “garantizando un flujo perma-
nente de agua al intensificador”. Se envía el agua filtrada al intensificador de la bomba para su presurización 
hasta 60 000 psi.  Previo a que salga el agua de la bomba, pasa a través de tuberías al cabezal de corte, 
en primer lugar, pasa por el atenuador de presión, el cual consiste en un gran recipiente que amortigua las 
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fluctuaciones de presión, garantizando que el flujo de agua que sale del cabezal de corte sea constante y 
consistente. 

Un motor eléctrico (25 a 200 HP), bomba hidráulica, depósito de aceite, distribuidor hidráulico, y el mon-
taje pistón/émbolo conforman el circuito hidráulico. La bomba hidráulica esta potenciada por el motor eléc-
trico.  El aceite del depósito es empujado por la bomba hidráulica y lo presuriza a 3000 psi.  Este aceite 
presurizado se envía al distribuidor donde las válvulas del distribuidor envían el aceite hidráulico a un lado a 
otro del montaje pistón/ émbolo.  El intensificador es una bomba de intercambio, ya que el montaje pistón 
/ émbolo tiene un movimiento alternativo de ida y vuelta, la entrega de agua a alta presión a un lado del 
intensificador mientras que el agua llena el otro lado a baja presión.  El aceite hidráulico se enfría durante el 
regreso al depósito.

En el intensificador se halla la avanzada tecnología de la bomba.  Habiéndose visto la descripción del 
circuito de agua, el intensificador al agua filtrada la presuriza hasta 60 000 psi. El “principio de la intensifica-
ción” son usadas por las bombas intensificadoras.

El aceite hidráulico está presurizado a una presión de 3000 psi.  La presión del aceite actúa sobre un 
disco de gran diámetro, el cual es al menos 20 más grande que el extremo del embolo, donde los 3000 psi 
de presión de aceite intensifican la presión de agua hasta 60 000 psi. Al variar el componente área (Presión=-
Fuerza/Área) se ejerce sobre la presión su aumento o intensificación, lo que se conoce como El “principio 
de la intensificación”.

Pr ejemplo, en el caso de que la fuerza = 20 y área = 20, entonces la presión= 1. Pero si se mantiene cons-
tante la fuerza y se reduce considerablemente el área, la presión va a subir.  Por ejemplo, reducir el área de 
20 a 1, la presión subiría de 1 a 20.  En la Figura 4 las flechas pequeñas indican la presión de aceite de 3000 
psi que empuja contra una cara del pistón que tiene 20 veces el área de la cara del émbolo, por lo tanto, la 
intensificación nos muestra una relación de 20:1.

Figura 4   

Montaje Pistón/Émbolo

En la Figura 5 se observa que el movimiento del pistón es hacia la izquierda, el cual es indicado por una 
pequeña flecha.  Los dos émbolos extienden el agua desde ambos lados del pistón. El agua a alta presión se 
entrega por el lado izquierdo, mientras que por el lado derecho se vuelve a llenar con agua a baja presión. Al 
final del viaje, la secuencia de pistón / émbolo se invierte (Pi, 2008).
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Figura 5   

Sección Transversal de un Intensificador

 

Nota. Liu et al. (2010)

2.2.5 Formación del chorro

La formación del chorro es usada para transformar parte de la energía hidráulica del agua a energía 
cinética del agua, y luego en energía cinética de las partículas abrasivas.  La Figura 6 muestra una típica 
formación de chorro por AWJC (Hoogstrate, 2000).   Para formar el chorro de agua con abrasivos, primero 
el agua sale por un orificio a alta presión generando así chorro de agua a alta velocidad.  Luego el chorro 
de agua a alta velocidad pasa a través del tubo de mezcla, que se instala aguas abajo del orificio. Debido al 
efecto Venturi, el vacío es creado en el tubo de mezcla. Como resultado, las partículas abrasivas con algo de 
aire caen en el tubo de mezcla a través de una línea de alimentación. Después de entrar en el tubo de mezcla, 
las partículas son aceleradas por la alta velocidad el chorro de agua (velocidad de 600 a 900 m/s) y luego 
pasan a través de una boquilla.

Por lo tanto, el orificio, el tubo de mezcla y la boquilla son las partes más importantes para la formación 
del chorro.
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Figura 6   

Formación del Chorro de Agua

2.2.6 Sistema de suministro de abrasivos

El sistema de suministro de abrasivos es usado para suministrar abrasivos de forma precisa con el pre 
requisito de la tasa del flujo de abrasivos.  En la práctica, hay varios tipos de abrasivos que se usan con 
AWJC.  Ellos pueden ser garnet: garnet Barton (Compañía Minas Barton), el garnet GMA (Compañía GMA 
Garnet Pty Ltd), oxido de aluminio, olivino, arena de sílice, etc.  Generalmente en AWJC, el flujo de abrasivo 
es 0.08 a 0.5 kg/min (15 a 30 kg/h) y el tamaño de abrasivo varía entre 0.1 y 0.3 mm.

Cabe resaltar que el material abrasivo es una partícula pequeña, no metálica y dura, con forma irregular 
y bordes afilados.

2.2.7 Parámetros del proceso de AWJC

Según Momber & Kovacevic (2003) hay muchos parámetros involucrados en un proceso AWJC.  En gene-
ral, esos parámetros pueden ser divididos en dos grupos: Parámetros del proceso y parámetros objetivo

Parámetros del proceso:

Los parámetros del proceso incluyen parámetros relacionados con la formación del haz AWJC. Estos 
parámetros se pueden clasificar en cuatro siguientes subgrupos.

• Parámetros hidráulicos: diámetro del orificio y presión del agua.

• Parámetros de la boquilla de mezcla: longitud del tubo de mezcla y diámetro de la boquilla.

• Parámetros de los abrasivos: material, tamaño de la partícula, forma y tasa de flujo.

• Parámetros de corte: Ángulo de impacto, espacio entre la pieza de corte y la boquilla, y velocidad de 
corte.
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Parámetros objetivos:

Estos parámetros están relacionados con el objetivo de la máquina:

• Rugosidad superficial

• Profundidad de penetración

• Ancho de corte

• Precisión dimensional y geométrica

• Volumen de material removido

2.2.8 Ventajas

Las ventajas de este tipo de corte sobre los procesos convencionales y no convencionales, son los 
siguientes:

• Mecanizado versátil: El corte por agua, especialmente el AWJC, es útil para cortar una amplia varie-
dad materiales, independientemente de su grosor o dureza, asimismo se puede mecanizar materia-
les que son considerados dificiles de mecanizar con otros procesos de corte.

• Instalación y programación rápidas: Esta simplicidad significa que el cambio de materiales se 
puede realizar rápida y fácilmente y que no se requiere cambios de herramientas. 

• El movimiento del cabezal de corte es controlado por una computadora, lo que simplifica enor-
memente el control del chorro de agua. Generalmente la “programación”, consiste en utilizar un 
programa de CAD para dibujar la pieza, utilizar el programa que simule el corte y luego realizar el 
corte en la máquina herramienta.  Este enfoque también significa que los clientes pueden crear sus 
propios dibujos y llevarlos a una máquina de WJC para la creación.

• Requiere de poca fijación para la mayoría de las piezas, debido a que fuerzas de corte son peque-
ñas. 

• Zona afectada por el calor mínima o nula. Durante el proceso AWJC, la pequeña cantidad de calor 
generado es absorbido por el agua. El mecanizado generalmente se realiza a temperatura ambiente. 

• El resultado de no tener ninguna zona afectada térmicamente, significa que se puede maquinar sin 
el endurecimiento del material y deformaciones, por lo que se le considera corte en frío, muy reque-
rido en aplicaciones donde el material debe cuidarse del calor, que es el caso de la industria aeroes-
pacial o en la fabricación de vehículos.

• No hay tensiones mecánicas: El corte AWJC no produce  tensión en el material.

• Son muy seguros: por supuesto, no se debe colocar ninguna parte del cuerpo frente a al cabezal de 
corte, mientras está encendido. Aparte de esto, son muy seguras. Una fuga en un sistema de alta 
presión de agua tiende a resultar en un rápido descenso de la presión a niveles seguros. El agua 
en sí es segura y no explosiva y los abrasivos utilizados son inertes y no tóxicos. Uno de los mayo-
res peligros son los cortes que producirían los bordes afilados de material creado por el chorro de 
agua.
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• Amigable con el ambiente: Siempre y cuando no se está mecanizado un material que es peligroso, 
el material abrasivo gastado y los residuos son propicios para el relleno sanitario. El abrasivo de 
granate es inerte y puede removerse con el resto de la basura.

• Al mecanizarse materiales peligrosos como el plomo u otro, se tendría que deshacerse de sus resi-
duos adecuadamente, y reciclar el agua. Teniendo en cuenta, que se elimina muy poco metal en el 
proceso de corte. Esto hace que el impacto ambiental sea relativamente bajo. 

• Asimismo, no se produce emanaciones peligrosas de gases, humos, polvos o radiaciones y no con-
tamina con productos químicos, porque no requiere refrigerantes, los cuales son costosos.

• No se requiere de agujero inicial: Agujeros de inicio sólo se requieren para los materiales que son 
difíciles o imposibles de penetrar. 

• Ahorro de material: La generación de un corte estrecho, permite eliminar sólo una pequeña cantidad 
de material.   La corriente de chorro de agua elimina muy poco material, aproximadamente 0,02” 
(0,5 mm) de ancho. Esto demuestra un beneficio significativo cuando se trabaja con materiales 
caros (como el titanio) o materiales peligrosos (como el plomo). 

• La multidireccionalidad del corte, permite cortar en cualquier dirección.

• La capacidad de cortar todo tipo de materiales, independientemente de su espesor y dureza.

• A diferencia de otros procesos de corte, es posible cortar materiales reflectivos como aluminio y 
bronce.

• Flexible. No hay necesidad de reemplazar piezas y herramientas cuando se cambia el tipo de mate-
rial a cortar, solo hay un cambio en la velocidad del corte.

• Permite aumentar la produccción, acomodando varias placas del material al mismo tiempo para 
cortar las piezas en una sola operación.

• La capacidad de utilizar en simultáneo múltiples cabezales de corte, para  aumentar la productivi-
dad.

• Terminado limpio del producto, eliminando las operaciones de limpieza secundarias.

2.2.9 Desventajas

Aunque el corte AWJC es un proceso de mecanizado realmente útil y puede ser utilizado para varias 
aplicaciones, la tecnología todavía tiene las siguientes desventajas:

• Se requiere de una alta inversión inicial: El costo del propio equipo, es el mayor costo de operación.

• Costos altos de mantenimiento: Instancias en las que los usuarios finales de AWJC a veces pasan 
por alto los requisitos de mantenimiento de las máquinas nuevas.  El retorno de la inversión puede 
disminuir si permanece inactivo durante un período prolongado debido a un mantenimiento impre-
visto.  Como resultado , es crucial que los propietarios tengan en cuenta los costos asociados al 
mantenimiento.  Los problemas de mantenimiento incluyen el cabezal de corte, la bomba, las válvu-
las neumáticas , el sistema de alimentación de abrasivo y las líneas de suministro de alta presión .

• Ruido relacionado al AWJC. Durante el proceso de corte del AWJC se aprecia ruidos del proceso 
aerodinámico y mecánico. El ruido aerodinámico se genera por la alta velocidad en la que viaja el 
chorro de agua, mientras que el ruido mecánico proviene del motor. Tiene un nivel de sonido de 100 
dB, por eso es necesaria la protección auditiva, considerando que el intervalo óptimo para el oído 
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humano se encuentra entre 15 y 30 decibeles y los problemas de salud comienzan cuando el nivel 
de decibelios alcanza los 60 decibeles.

• Ciclo de vida de la boquilla. La boquilla usada en el AWJC, y viene a ser un componente crucial que 
afecta el comportamiento técnico y económico del sistema. 

• Geometría Kerf o conicidad. Al cortar materiales muy gruesos, las conicidades que se generan en el 
corte en AWJC pueden ser un obstáculo importante.  Cuando el chorro de agua sale del cabezal de 
corte en dirección a la pieza con un ángulo diferente al de entrada,  genera una forma cónica, lo que 
provoca una falta de precisión dimensional.  Reducir la velocidad del cabezal de corte puede ayudar, 
pero aún puede ser un problema en ciertos casos.

• No se pueden cortar materiales que se degradan rápidamente con la humedad.

2.3 LA RUGOSIDAD 

Las irregularidades o asperezas con diferentes longitudes que se superponen a la forma de la pieza 
para definir su topografía presentan todas las superficies y se pueden clasificar en tres categorías (Bennett, 
2007): (1) rugosidad, (2) ondulación y (3) error de forma.  La rugosidad se refiere tanto las irregularidades 
espaciales de corto alcance como a la textura de la superficie que son intrínsecas al proceso de manufac-
tura (Figura 7). La rugosidad es el resultado de valles y picos con extensiones variables y espaciamientos 
mayores a las dimensiones moleculares.  La ondulación de la superficie corresponde a las irregularidades 
superficiales espaciadas más que la rugosidad, mientras que los errores de forma son grandes desviacio-
nes de la forma nominal de la pieza.  Los métodos cuantitativos de medición de rugosidad utilizan filtros de 
corrección de fase, mayormente de tipo gaussiano (Wennerberg, 1996) para separar los errores de forma 
de rugosidad de la ondulación (Whitehouse, 1994).

Figura 7   

Detalles Topográficos de una Superficie: Rugosidad, Ondulación y Error de Forma

La rugosidad superficial es una métrica muy utilizada en el sector industrial de la fabricación para evaluar 
la calidad final de una pieza,  puede ser descrita y cuantificada por métodos topográficos y  puede expre-
sarse como el resultado de realizar mediciones sobre el perfil (2D o 3D) de la superficie. 
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2.3.1 Rugosidad promedio (Ra)

Según la norma ISO 4287/1 DIN 4768 la rugosidad media aritmética es el promedio de las desviaciones 
del perfil de rugosidad desde la línea central a lo largo de la longitud de evaluación (lm) al mismo tiempo, 
es un parámetro de rugosidad de amplitud y esto se representa mediante el procedimiento mostrado en 
la Figura 8; así Ra es la rugosidad promedio o desviación media aritmética del perfil y se representa por la 
siguiente formula (Groover, 2007). 

Donde: 
Ra: Rugosidad promedio 
y  : Desviación vertical 
lm: Distancia medida

Figura 8   

Representación Gráfica de la Rugosidad Promedio

Nota. Chávez y Rojas (2015)

Los diferentes valores de Ra en µm se dividen en grados según DIN 4769 para facilitar la especificación 
y el control, como se muestra en la Tabla 3.
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Tabla 3  

Clases de Rugosidad

Ra [µm] Nº de Grado de Rugosidad 

50 N12

25 N11

12,5 N10

6,3 N9

3,2 N8

1,6 N7

0,8 N6

0,4 N5

0,2 N4

0,1 N3

0,05 N2

0,025 N1

A modo de referencia, según los grados de rugosidad DIN 4679, se definen los siguientes grados de eva-
luación visual y táctil:

• N9 - N10: Las marcas de mecanizado se aprecian con la vista y con el tacto.

• N7 - N8  : Las marcas de mecanizado se aprecian con la vista pero no con el tacto

• N5 – N6 : Las marcas de mecanizado no se aprecian ni con la vista ni con el tacto.

• N1 – N4 : La superficie es especular

2.4 INTELIGENCIA ARTIFICIAL

Una definición ampliamente aceptada sería que la inteligencia artificial (IA) es un conjunto de diferentes 
tecnologías que pueden trabajar coordinadamente permitiendo a las máquinas actuar con altos niveles de 
autonomía, y que en última instancia pretenderían alcanzar la inteligencia humana.  Las inteligencias artifi-
ciales operan recopilando e interpretando correctamente datos externos, aprenden de esos datos y aplican 
ese aprendizaje para lograr objetivos y realizar nuevas tareas específicas a través de procesos de adapta-
ción flexibles; sin embargo, todavía dependen de la supervisión humana para el desarrollo y automatización 
de esas tareas  (Martín, 2021).

2.4.1 Redes Neuronales Artificiales (RNA)

Una RNA, es un modelo computacional, que según Anderson (1995) está basado en la idea de redes neu-
ronales biológicas, considerado como un sistema de procesamiento de información que tiene una arquitec-
tura de procesamiento distribuida en paralelo que utiliza neuronas artificiales (también llamadas elementos 
de procesamiento ) conectadas a través de varias conexiones (sinapsis) para almacenar y recordar conoci-
mientos disponibles, simulando las funciones computacionales elementales de la red del sistema nervioso 
del cerebro humano, en base a interconexión de varios elementos de procesamiento, cada uno exhibiendo 
un comportamiento completamente local.
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De acuerdo con Hilera (1995) una RNA es un modelo matemático que colecciona unidades de procesa-
miento (neuronas, células o nodos) conectadas entre sí a través de múltiples vías de comunicación directa 
(conexiones), con el propósito de recibir señales de entrada, procesarlas y emitir señales de salida.

Las Redes Neuronales artificiales son estructuras conexionistas que imitan las redes neuronales huma-
nas en su capacidad para procesar información y aprender a través de la interacción entre sí (Ramírez et al, 
2018). Las tareas de identificación, predicción, clasificación, control automático de procesos y modelado 
de sistemas lineales y no lineales están todas dentro de sus capacidades. Para la investigación las RNA se 
utilizaron para predecir la rugosidad superficial en piezas de bajas dimensiones cortadas en AWJC.

2.4.2 Estructura básica de una Red Neuronal Artificial

En el sistema nervioso de los humanos, especialmente en el cerebro, la neurona es la unidad básica o 
unidad de procesamiento simple que recibe y mezcla señales con otras neuronas. Si la combinación de 
entradas es suficientemente fuerte, se activa la salida de la neurona. Los componentes de una neurona se 
ilustran en la Figura 9.

Figura 9   

Estructura de una Neurona

Nota. Otero (2016)

El cerebro consta de una o miles de millones de neuronas estrechamente interconectadas. El axón 
(salida) de la neurona se ramifica y está conectada a las dendritas (entradas) de otras neuronas a través de 
conexiones llamadas sinapsis. La eficacia de la sinapsis puede cambiar durante el proceso de aprendizaje 
de la red.

Cada elemento de procesamiento (PE = elemento procesador) en una RNA funciona como una neurona 
biológica.

Cuando se envían muchas entradas a una unidad de procesamiento, normalmente se suman para formar 
una sola salida.  Una función de transferencia modifica la suma de entrada y se envía directamente al proce-
sador, el valor de salida de la función.
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Usando conexiones ponderadas que imitan la eficiencia de la sinapsis de una neurona, la salida del PE 
puede conectarse a las entradas de otras neuronas artificiales.

2.4.3 Modelo de neurona artificial

El procesamiento de información ocurre en unidades llamadas neuronas, que son indispensables para el 
correcto funcionamiento de la red neuronal en su conjunto.

Como se ilustra en la Figura 10 se identifican tres básicos elementos en el modelo de una neurona, base 
para la estructura de redes neuronales artificiales:

• Un grupo de sinapsis o conexiones, cada una con su propio peso o fuerza.  En particular, la señal xj 
conectada a la entrada de la sinapsis j conectada a la neurona k se multiplica por el peso sináptico 
wkj, el primer subíndice se refiere a esta neurona y el segundo subíndice se refiere al extremo de 
entrada de la sinapsis a la que se refiere el peso. A diferencia de las sinapsis en el cerebro, las RNA 
pueden tener pesos sinápticos, en un intervalo que incluye valores positivos como negativos.

• El sumador que suma las señales de entrada ponderadas por las sinapsis correspondientes de la 
neurona; formando un combinador lineal.

• La función de activación también se puede considerar como función de aplastamiento, ya que limita 
el intervalo de amplitud permisible de la señal de salida a un valor finito.

Figura 10 

Modelo No Lineal de una Neurona

Nota. Haykin (1999)

La notación estándar para la amplitud normalizada de una neurona en su salida es el intervalo unitario 
cerrado [0,1] o [- 1,1].

También se muestra un sesgo aplicado externamente, indicado por bk en el modelo neuronal de la Figura 10.

La entrada neta a la función de activación se ve afectada por el valor del sesgo bk, que puede ser positivo o 
negativo.
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Matemáticamente, una k-neurona puede describirse mediante las siguientes dos ecuaciones :

Y 

donde x1, x2, ….xm son las señales de entrada; wk1, wk2,…… wkm son los pesos sinápticos de neurona k; uk 
es la salida del combinador lineal en respuesta a las señales de entrada; bk es el sesgo; φ(.) es la función de 
activación; y yk es la señal de salida de la neurona.  Como se puede observar en la Figura 10,  cuando se usa 
el bias bk, este aplica una transformación afin a la salida uk del combinador lineal.

Por ejemplo, como se observa en la Figura 11, el campo inducido local (o potencial de activación ) vk de 
la neurona k varía con el combinador de sinapsis lineal (por lo que se denomina uk), dependiendo de si sesgo 
bk es positivo o negativo.  Nótese que como consecuencia de esta transformación afín, que  vk=bk y uk=0, y la 
gráfica de vk frente a uk  ya no pasa por el origen.

Figura 11 

Transformación Afín Producida por la Presencia de un Sesgo 

Nota. Haykin (1999)

Campo local in-
ducido 
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El sesgo bk es un parámetro externo de la neurona artificial k, como se observa en la Ec. (2.2). De manera 
equivalente, se puede formular la combinación de las Ecs. (2.1) a (2.3) como sigue:

y

Se agrega una nueva sinapsis a la ecuación en (2.4).  En este caso, su entrada es

y su peso es

Entonces, el modelo de k-neuronas se puede reformular como se ilustra en la Figura 12, los efectos del 
sesgo se muestran en este diagrama al hacer dos cosas: (1) agregar una nueva señal de entrada fija en el 
nivel +1 y (2) agregando un nuevo peso sináptico igual al sesgo bk. Aunque los modelos de las Figura 10  y 
Figura 12 son diferentes en apariencia, son matemáticamente equivalentes (Haykin, 1999).

Figura 12 

Otro Modelo No Lineal de una Neurona

Nota. Haykin (1999)
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2.4.4 Tipos de función de activación

La función de activación representada por el símbolo   describe la descarga neuronal en términos del 
campo local inducido . Aquí se identifica las funciones de activación (Ver Tabla 4).

Tabla 4  

Funciones de Activación Usuales en Neuronas Artificiales

Nota. http://redesneuralesramsesm.blogspot.com 

2.4.5 Arquitectura de las redes neuronales

La arquitectura de una red neuronal también se le conoce como topología, estructura o patrón de cone-
xiones. El comportamiento de una red neuronal artificial está determinado por la estructura de sus cone-
xiones sinápticas, o las formas en que sus nodos se vinculan entre sí. Debido a la direccionalidad de estas 
conexiones sinápticas, la información solo puede ir en una dirección (de la neurona presináptica a la postsi-
náptica ).  A menudo las neuronas se asocian en unidades estructurales que se les llamará “capas”.  La RNA 
consiste en una colección de una o más capas.

Los tres tipos de capas son la capa de entrada, la capa de salida y las capas ocultas (Ver Figura 13).

Las neuronas que forman la capa sensorial o de “entrada “ son responsables de recibir información y 
señales del entorno .

http://redesneuralesramsesm.blogspot.com
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Cada neurona en la capa de salida es responsable de transmitir la respuesta de la red .

Una capa oculta no está conectada con su entorno de ninguna manera, ni a través de sensores o actua-
dores.  La capa de oculta permite que la red neuronal tenga más libertad de acción en su representación del 
entorno que se está modelando.  

Figura 13 

Arquitectura Unidireccional con Tres capas de Neuronas

Después de tener en cuenta su estructura, se indica:

Existen dos tipos de redes neuronales: Las redes monocapa , que se componen de una sola capa de 
neuronas, y las redes multicapa, en las que las neuronas se organizan en múltiples capas.

Según la dirección del flujo de datos, se puede clasificar las redes como unidireccionales (feedforward) 
o bidireccionales (feedback), donde la información puede ir y venir entre capas de neuronas en ambas direc-
ciones.

La Figura 14 ilustra dos ejemplos de arquitectura, uno de los cuales es una red monocapa y recurrente, y 
el otro es una red multicapa y unidireccional.  Así considerando su estructura se puede hablar de:
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Figura 14 

Ejemplos de Arquitecturas de Redes Neuronales

2.4.6 Perceptrón Multicapas

Perceptron Multicapa (MLP por sus siglas en inglés Multi Layer Perceptron) es una red neuronal con al 
menos tres capas: una capa de entrada, una capa oculta y una capa de salida.  Esto contrasta con las redes 
de una sola capa como Perceptron y Adaline.

Backpropagation-error (propagación del error hacia atrás) es un método formalizado por Rumelhart et 
al. (1986) que permite que una red de perceptrones multicapa aprenda la asociación entre un conjunto de 
patrones de entrada y sus correspondientes salidas.

Esta red tiene la capacidad de generalizar; puede estimar de forma rápida y precisa los efectos de las 
observaciones que quedaron fuera de la fase de entrenamiento.  Cabe indicar que es el tipo de red que se 
ha utilizado en el desarrollo de esta investigación por ser una herramienta multipropósito, flexible y no 
lineal.

Arquitectura de la MLP

Una red perceptrón multicapa está compuesto por una capa de entrada, una capa de salida y una o más 
capas ocultas.

Las conexiones entre capas de neuronas siempre apuntan hacia adelante; se transmiten de las neuronas 
de una capa a las neuronas de la capa siguiente; no hay conexiones en la parte posterior o los lados, por lo que 
los datos fluyen desde la capa de entrada a la capa de salida.

Algoritmos de aprendizaje de MLP

Dentro de los algoritmos para el aprendizaje de redes MLP que emplean técnicas de optimización numé-
rica estándar se presentan a continuación algunos de ellos:
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• Algoritmo Backpropagation

• Algoritmo de Aprendizaje del Gradiente Conjugado 

• Algoritmo de Aprendizaje de Levenberg Marquardt

Para la investigación se utilizo el Algoritmo de Aprendizaje de Levenberg Marquardt.

Algoritmo de aprendizaje Levenberg Marquardt

Es un algoritmo que acelera la fase de aprendizaje de las redes neuronales artificiales y lleva el nombre 
de sus inventores: el algoritmo Levenberg Marquardt.  

El algoritmo de Marquardt de Levenberg combina estrategias de minimización newtoniana y  de des-
censo de gradiente. Su propósito es determinar la dirección de cambio de la función del error, en base a la 
derivada de segundo orden del algoritmo de retropropagación utilizandola matriz de aproximación hessiana, 
que es la matriz derivada de segundo orden de la función de error, que se aplica a los pesos sinápticos actua-
les para encontrar la dirección de gradiente óptima. 

Debido a la implementación computacionalmente intensiva del algoritmo Marquardt de Levenberg cau-
sada por el hecho de que la matriz hessiana es notoriamente difícil de encontrar, no se recomienda para 
entrenar redes con una gran cantidad de conexiones. Este algoritmo supera al algoritmo de gradientes con-
jugados en velocidad y precisión para redes con pocas neuronas y conexiones. 

Pasos del algoritmo Levenberg Marquardt

En el algoritmo Levenberg Marquardt, el vector de peso de la red MLP se actualiza por lotes, al igual que 
en el algoritmo de gradiente conjugado.  Como resultado del aprendizaje por lotes, se calcula la matriz hes-
siana y el vector de gradiente para cada patrón y se calcula el promedio del número total de estos patrones.

De manera similar a cómo se actualiza el vector de peso MLP utilizando el algoritmo de descenso de gra-
diente , el algoritmo de Levenberg-Marquardt también emplea una técnica de aprendizaje basada en mues-
treo .Como consecuencia de llevar a cabo un procedimiento de aprendizaje por lotes , la matriz hessiana y el 
vector de gradiente se calculan para cada patrón y luego se promedian entre todos los patrones.

Paso 1: Se inicializa los parámetros de la red definiendose:

Los valores iniciales de los pesos y bias de la red
El valor inicial del parámetro de aprendizaje α
El error mínimo deseado Emin 
La condición parar = Falsa y RESET = Falso

Paso 2: Si RESET = Falso se ejecuta los pasos 3 a 13, sino se pasa al paso 14.

Paso 3: Se presentan los patrones de entrenamiento a la red.

xp = {x1,x2,..., xi,...,xp}
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Paso 4: Se calcula valores de entradas netas para la capa oculta.

Paso 5: Se calcula salida de la capa oculta.

Paso 6: Se calcula valores netos de entrada para la capa de salida.

Paso 7: Se calcula la salida de la red neuronal.

Paso 8: Se determina el error global de la red y se almacena en la variable

Eprev (Error previo)

Paso 9: Se calcula gradiente para conjunto de patrones.

Paso 10: Se calcula la matriz H.

Paso 11: Si Eprev>Emin (el error previo es mayor al error mínimo deseado),

Se ejecuta los pasos 12 a 18, sino se hace Condición_parar = Verdadera y se sale
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Paso 12: Se inicializa parámetro λ.

Paso 13: Se inicializa indicador RESET a verdadero y se vuelve al paso 2.

Paso 14: Si RESET = verdadero, se guarda el vector gradiente y la matriz H.

Paso 15: Se incrementa cada elemento de la diagonal de H en λ.

Paso 16: Se resuelve sistema de ecuaciones para Δ.

Paso 17: Se adiciona Δ al actual vector de pesos para actualización.

Paso 18: Se calcula el error E, gradiente G y matriz H con el nuevo vector de pesos.

Paso 19: Si Eprev<= Emin, hacer Condición _ parar = Verdadero, en caso contrario Condición _ parar = Falsa

Paso 20: Si E< Eprev se hace Eprev=E, en caso contrario se realizan los siguientes ajustes y se vuelve al 
paso 14:

RESET = verdadero
λ= λ*ρ donde ρ<1
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Paso 21: Si E> Eprev se hace los siguientes ajustes y se vuelve al paso 14.

RESET = falso

2.4.7 Aplicaciones de las redes neuronales artificiales

Las redes neuronales tienen muchas aplicaciones prácticas en la manufactura. Actualmente están inte-
gradas en muchos dispositivos electrónicos comerciales, porque funcionan mejor en la identificación de 
patrones o tendencias en los datos, lo que los hace ideales para las necesidades de predicción.

De acuerdo con Ponce (2011) algunas de las áreas donde se aplican RNA son:

• Finanzas: Pronóstico de evolución de precios, evaluación de riesgo crediticio, identificación de 
falsificaciones, interpretación de firmas, valorización de propiedades, asesoramiento crediticio y 
seguimiento de hipotecas. 

• Fabricación: Control de calidad de manufactura, análisis y diseño de procesos, diagnóstico de 
defectos en equipos de manufactura, detección de partículas en tiempo real, sistemas de inspec-
ción visual de calidad y análisis de fallas de maquinaria. 

• Medicina: Analizadores de voz para ayudar a los pacientes con sordera profunda a oír, diagnóstico y 
tratamiento basado en síntomas y/o datos analíticos (electrocardiograma, encefalograma, análisis 
de sangre, etc.), seguimiento quirúrgico, predicción de efectos secundarios, medicamentos y com-
prensión de la causa de los infartos al corazón. 

• Electrónica: Predicción de secuencia de código, distribución de componentes de circuitos integra-
dos, control de procesos, análisis de errores, visión artificial y reconocimiento de voz.

• Robótica: Control dinámico de trayectorias, robots elevadores, unidades de control y sistemas ópti-
cos.

• Seguridad: Los códigos de seguridad adaptativos, la criptografía y el reconocimiento de huellas 
dactilares que forman parte de la infraestructura de seguridad .

• Telecomunicaciones: El reconocimiento de datos e imágenes, así como la traducción en tiempo real 
del lenguaje hablado, forman parte del ámbito de las telecomunicaciones.

• Transporte: Sistemas de rutas, diagnóstico de frenos, y seguimiento de unidades móviles.

2.5 HIPÓTESIS 

Hipótesis General 

Con la aplicación de las redes neuronales se podrá elaborar el modelamiento y predicción de la rugosi-
dad superficial en cortes de piezas de bajas dimensiones con AWJC (Abrasive Water Jet Cutting) aplicando 
redes neuronales.
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Hipótesis Específicas

• Se podrá realizar los cortes en piezas de bajas dimensiones utilizando el proceso de corte por cho-
rro de agua con abrasivo (AWJC).

• Con el análisis de los efectos de parámetros de proceso de corte: tipo de material, grosor, presión, 
velocidad de corte y flujo de abrasivo se podrá determinar la influencia de ellos en la rugosidad 
superficial.

• El análisis del aprendizaje de la red neuronal artificial permitirá obtener una configuración adecuada 
de la red que produzca salidas deseadas.

• La metodología de redes neuronales modela adecuadamente el pronóstico de la rugosidad superfi-
cial en piezas de bajas dimensiones cortadas con AWJC.

• 2.6 Glosario de términos

Algoritmo: conjunto de reglas o instrucciones para resolver un problema, a menudo relacionado con las 
matemáticas. Un algoritmo toma valores de entrada y produce valores de salida que resuelven completa-
mente el problema o son un elemento necesario de la solución.

AWJC: Abrasive Water Jet Cutting (Corte por chorro de agua con abrasivos)

Back-propagation: el uso de un algoritmo de propagación de errores para entrenar una red neuronal a la 
inversa se conoce como “propagación hacia atrás”.

Capa: un conjunto de neuronas cuyas entradas provienen de una capa anterior (o de los datos de entrada 
en el caso de la primera capa) y cuyas salidas son la entrada de una capa posterior.

Correlación: es la magnitud y dirección de una relación lineal entre dos variables. 

Efecto Venturi: describe el espacio que queda cuando un fluido o medio de movimiento rápido se mueve 
de un tubo grande a uno pequeño .Al cortar con agua y abrasivo, el efecto Venturi se produce cuando el agua 
pura fluye a través de una cámara de mezcla más ancha hacia una más estrecha.

Modelo: es el proceso de ordenar y relacionar las variables que afectan a un determinado fenómeno 
estudiado con el fin de predecir su resultado.

Neurona: es el bloque de construcción fundamental de una red neuronal, sirviendo como un centro de 
comunicación entre los nodos de entrada y salida de la red. También se hace referencia a las neuronas bio-
lógicas que componen el sistema nervioso.

Nodo: los puntos de conexión en una red neuronal que se superponen con las neuronas intermedias y 
de salida se denominan nodos. 

WJC: Water jet cutting (Corte por chorro de agua).
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CAPÍTULO III:

MARCO METODOLÓGICOIII
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3.1 ENFOQUE 

La investigación se realizó dentro del enfoque cuantitativo. Según Borga (2012) una investigación cuan-
titativa es aquella donde los datos son recolectados y posteriormente son analizados, a fin de probar las 
hipótesis, sometiéndolas a prueba mediante un plan, lográndose medir los conceptos incluidos en las hipó-
tesis (variables) para transformar dichas mediciones en los valores numéricos. Con el objetivo de modelar 
la predicción de la rugosidad superficial de los cortes realizados en las piezas de bajas dimensiones con 
AWJC, se requirió recolectar y analizar datos.  

3.2 DISEÑO 

Un experimento puede definirse como una prueba o una serie de pruebas en las que se realizan cambios 
en las variables de entrada de un proceso o sistema para observar e identificar las causas de cualquier cam-
bio observable en la variable de salida (Montgomery, 2004).

Considerando que se ejerció control estricto sobre el experimento por medio de la manipulación de 
las variables independientes con el fin de obtener resultados aceptables en la predicción de la rugosidad 
superficial de las piezas de bajas dimensiones que se cortaron con AWJC, variándose parámetros de corte, 
entonces el diseño considerado para la presente investigación fue experimental, en donde para el análisis 
correspondiente, se utilizó la varianza en disposición factorial de 3 factores (número de neuronas en la pri-
mera capa oculta, número de neuronas en la segunda capa oculta y el número de épocas), cuatro replicas y 
el análisis de Duncan, lo que estaría permitiendo determinar los factores y a qué nivel proporciona mejores 
respuestas en el modelo predictivo. 

3.3 UNIVERSO

Para este trabajo de investigación, se consideró como universo a todos los cortes que se realizaron en la 
máquina de corte por chorro de agua, marca Flow, modelo 4020b, de 5 ejes del Laboratorio Universitario de 
Ingeniería de Diseño y Manufactura Avanzada, Centro de Ciencias Aplicadas y Desarrollo Tecnológico de la 
Universidad Nacional Autónoma de México (UNAM).

3.4 MUESTRA

La muestra está dada por las piezas que se cortaron en placas de aluminio y acero inoxidable con dimen-
siones de espesor de ⅛”, ¼” y ½”.

3.5 MÉTODOS Y PROCEDIMIENTOS

Considerando que se partió de lo general, principios y leyes generales, para llegar a lo específico, el 
método de la investigación que se aplico fue deductivo.

La investigación se desarrolló en las siguientes etapas: 
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3.5.1 Etapa 1: Requerimientos para el corte de las piezas de bajas dimensiones

Los requerimientos para el corte de las piezas de bajas dimensiones fueron la máquina de corte por 
chorro de agua con abrasivos, los materiales que fueron utilizados para realizar los cortes y los parámetros 
de corte.

Máquina de corte por chorro de agua con abrasivos:

El corte de las piezas de bajas dimensiones se realizó en la máquina de corte por chorro de agua del 
Laboratorio Universitario de Ingeniería de Diseño y Manufactura Avanzada (LUIDIMA) ubicado en Centro 
de Ciencias Aplicadas y Desarrollo Tecnológico (CCADET) – Universidad Nacional Autónoma de México 
(UNAM), que es una máquina herramienta operada por un control numérico computarizado (CNC), marca 
FLOW, modelo Mach 4 4020b, cuyas principales características de la máquina se pueden observar en la 
Tabla 5 y en el Anexo 1 y 2 se presentan la imagen de la máquina y sus datos técnicos, respectivamente.

Tabla 5 

Características de la Maquina Flow’s Mach 4

Flow’s Mach 4

Equipado Control CNC

Sistema de control El sistema controlado por Flow Master®, el software control PC desa-
rrollado por FLOW

Modelo 4020b

Mesa de trabajo 4,0 m x 2,0 m (13.1ft x 6.6 ft)

Precisión (+/-)0,001” per 3 ft*

Repetibilidad: (+/-)0,002”

Velocidad Hasta 500 ipm

Salida de Bomba 60 000 psi 

Recorrido en el Eje X 84” / 2 133,6 mm

Recorrido en el Eje Y 156” / 3962,4 mm

Recorrido en el Eje Z 6” / 152,4 mm

Tamaño del Motor 50 hp 

Cabezal de corte dinámico 5 ejes

Tolva de abrasivo 2000 lbs 

Materiales:

Los materiales utilizados fueron las placas de acero inoxidable T304 y aluminio 1100, cuyas característi-
cas mecánicas se observan en la Tabla 6  y   Tabla 7 respectivamente, los hidrobloques y los abrasivos.

http://www.flowwaterjet.com/en/waterjet-cutting/cutting-systems/mach-4/cutting%20systems/~/media/Images/waterjet/waterjet/product%20detail/mach-4/pop-ups/PopUp_Mach4_4020b.ashx
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Acero Inoxidable T304: 

Se utilizaron 04 placas de acero inoxidable T304, austenítico, no templable, con capacidad antimagné-
tica, excelentes propiedades de ductilidad, buena resistencia a la corrosión y golpe. En servicio continuo y 
870°C (1600°F) posee buena resistencia a la corrosión a temperatura de hasta 920°C (1700°F), por su bajo 
contenido de carbono lo hace muy apropiado para someterse a procesos de soldadura en servicio intermi-
tente  (Acero Inoxidable T304 - Cameisa- Tipos de Acero, n.d.).

Tabla 6

Propiedades Mecánicas de Acero Inoxidable T304

Descripción Valor

Resistencia a la Tensión kg/cm2 3161

Resistencia máxima kg/cm2 6322

Elongación 5,08 cm 0,3

Aluminio 1100: 

Se utilizaron 04 placas de aluminio de la aleación 1100, que es un aluminio comercialmente puro, no 
tratable térmicamente, con una fuerte resistencia a la corrosión y una alta conductividad eléctrica y térmica. 
1100 es una de las aleaciones más utilizadas debido a sus excelentes características de soldadura y propie-
dades de formación en estados recocidos (Aluminio 1100 - Cameisa- Tipos Aluminio, n.d.).

Tabla 7  

Propiedades Mecánicas del Aluminio 1100

Descripción Valor

Resistencia a la Tensión 16-21

Punto de cedencia 14

Elongación dependiendo espesor 1-10%

Considerando que la micromanufactura es una tecnología importante y relativamente nueva en la mecá-
nica para la producción de componentes de bajas dimensiones (menores a 15 [mm]), respecto al grosor de 
los materiales de piezas de bajas dimensiones, se consideró lo indicado por Ruiz Huerta (2005).  Para la 
investigación se seleccionó 03 tipos de grosores que están en el orden milimétrico:  3,4 mm (1/8”), 6,4 mm 
(1/4”) y 12,7 mm (1/2”), como se indican en la Tabla 8.

 Hidrobloques:
Siendo piezas pequeñas para cortar se utilizó 07 Hidrobloques (Waterjet Bricks, Black) marca Barton, 

con dimensiones de 4” x 6” x 48” (Figura 15) para evitar que las piezas cayeran a la bandeja de agua de la 
mesa de corte de la máquina, las características técnicas de los hidrobloques se encuentran en el Anexo 3.
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Figura 15  

Hidrobloques

Abrasivos: 

Los abrasivos son partículas pequeñas, no metálicas y duras, con formas irregulares y bordes afilados. 
El tamaño de estas partículas en los procesos de maquinado por chorro de agua, normalmente son de malla 
# 50, # 60, # 80 y # 100.  Para corte por chorro de agua con abrasivos, los materiales abrasivos más usados 
vienen a ser microesferas de vidrio, granates, carburo de silicio, óxido de aluminio (corindón) y vidrio (Jaga-
dish. & Gupta, 2020), de los cuales, actualmente los abrasivos de granate en malla #80 tiene una tasa de 
uso, más del 90% de las aplicaciones para el caso específico de corte por chorro de agua, lo cual se debe a 
su excelente disponibilidad y costo relativamente bajo, así como su eficacia y fluidez demostradas (Hashish, 
1984).

Los abrasivos 220 HPX de Barton se eligieron para este estudio porque son abrasivos de granate de 
alto rendimiento para el corte por chorro de agua (Figura 16). Los granos HPX se distinguen por sus bordes 
más afilados y su estructura única de cristales angulares, los cuales contribuyen al rendimiento del corte del 
producto.

La estructura granular angular y fibrosa de los abrasivos HPX permite un corte significativamente más 
rápido y de mayor calidad a lo largo de los bordes. Normalmente se les usa cuando se quiere realizar cortes 
pequeños y para materiales, tales como compuestos, tableros de circuito impreso y cables de fibra óptica 
(Abrasivo Barton HPX – Global Mexico, n.d.).

Figura 16   

Abrasivos de Granate
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Parámetros de corte

Los cortes de las piezas se hicieron variando valores a los siguientes parámetros: tipo de material, gro-
sor, presión, flujo del abrasivo y velocidad de corte, como se indican en la Tabla 8.  Estos parámetros no 
fueron elegidos al azar, sino que se les consideró, porque han sido previamente estudiados a nivel macro del 
proceso de AWJC por distintos investigadores como Shukla & Tambe (2010), Çaydaş & Hasçalik (2008) y 
Zagórski et al. (2018). 

Tabla 8

Parámetros con Valores Variables

Parámetros Valores

Tipo de material Aluminio Acero

Grosor del material (“) 0,125 (3,18 mm) 0,25 (6,35 mm) 0,5 (12,7 mm)

Presión del chorro de agua (psi)
Alta Baja

60 000 (414 Mpa) 8000 (55 Mpa)  

Flujo de Abrasivo (lbs/min) 0,35 (158,76 g/min) 0,5 (226,80 g/min)

Porcentaje de la velocidad de corte 
(%) 20 40 60 80 100

Tipo de material

Se utilizó placas de acero inoxidable T304 y las placas de aluminio 1100, cuyas propiedades se observan 
en la Tabla 7 y Tabla 8 respectivamente.

Grosor del material

Para el grosor de material se consideró los de bajas dimensiones de ⅛”, ¼” y ½”.

Presión

Se consideró como presión alta 60 000 psi y como presión baja 8000 psi

Flujo de abrasivo

Se estableció según la tabla de flujo de abrasivo para Barton HPX (ver Anexo 4) el tamaño más pequeño 
de abrasivo, 220, versus los discos dosificadores del abrasivo de 0,154 y 0,168, teniéndose para ello un flujo 
de abrasivo de 0,35 y 0,5 lb/min, respectivamente.

Velocidad de corte: 

El chorro de agua corta a una velocidad configurada según el material y el grosor del material seleccio-
nado. La velocidad asociada con el material y el grosor es la velocidad requerida para separar el material. 
Sin embargo, desde el software Flow CUT se requirió realizar un ajuste sobre la velocidad, utilizándose para 
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ello las 5 configuraciones de velocidad: 20 que es el 20 % de la velocidad máxima, 40 que es el 40% de la 
velocidad máxima, 60 que es el 60% de la velocidad máxima, 80 que es el 80% de la velocidad máxima, 100 
que es el 100% de la velocidad máxima.

Asimismo, se trabajó manteniendo los parámetros que se exhiben en la Tabla 9 con valores fijos en 
todos los cortes de las piezas.

Tabla 9  

Parámetros con Valores Fijos

Parámetro Valor

Diámetro de la Boquilla (“) 0,020 (0,5 mm)

Longitud del tubo de mezcla (“) 0,40 (10,2 mm)

Separación entre la boquilla y la pieza de trabajo (“) 0,1 (2,5 mm)

Diámetro del orificio (“) 0,007 (0,2 mm) 

Material del orificio Diamante

Tipo del abrasivo Granate Barton HPX

Tamaño del abrasivo (grado comercial) 220

Angulo de impacto (°) 90

3.5.2 Etapa 2: Diseño Asistido por Computadora - CAD 

En esta etapa se planificó y se diseñó la pieza muestra a cortar, para ello se utilizó el software FlowPATH 
que es parte de la suite Flowmaster (sistema de control inteligente) para operar el sistema, que incluye la 
bomba de presión ultra alta, el chorro de abrasivo o agua, y la mesa de corte X-Y, que está cubierta con agua, 
donde esta agua actúa como barrera del chorro.

El software Flow PATH es un software de trayectorias de CAD 2D y ordenamiento de la trayectoria del 
corte por chorro; con este software  se generó el archivo de dibujo basado en vectores (DXF) y un archivo 
de trayectoria ordenada (ORD), cabe resaltar que el archivo dxf se puede importar de otro software de CAD, 
como Autocad,  SolidWorks entre otros.  A continuación, en la Figura 17 se muestra las dimensiones de la 
pieza muestra (Ver plano de la pieza en el Anexo 5).

https://www.solidworks.com/es
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Figura 17

Dimensiones de la Pieza Muestra

3.5.3 Etapa 3: Manufactura Asistida por Computadora - CAM 

En esta etapa con el software FlowCUT, que también es parte de la suite Flowmaster, se usó el archivo 
ORD de FlowPATH para generar códigos de control numérico computarizado (CNC) y comunicárselos a la 
máquina herramienta e impulsar el chorro de agua para el corte de las piezas.

Se cortaron 80 piezas distribuidas en 8 placas (Anexo 6), 4 placas de acero inoxidable y 4 placas de 
aluminio, las cuales después del corte fueron numeradas para el control de las características de las piezas.

Para la operación de la máquina (Figura 18), se ingresaron en el área de Bomba y boquilla los valores de 
los parámetros: diámetro del orificio, diámetro del tubo de mezcla, la presión de la bomba de agua, el flujo 
de abrasivo y se seleccionó el tamaño del abrasivo de la lista de opciones. 

Cabe resaltar que flujo del abrasivo se determinó según el Anexo 4, el número de la tasa de flujo abrasivo 
para Barton HPX, con la información del tamaño del abrasivo a utilizarse y el diámetro del dosificador de 
abrasivo.

En el área procedimiento de encendido: Se ingresó los valores de 0,5 s como las pausas desde el momento 
en que se enciende el chorro y el momento en que comienza a fluir el abrasivo, luego se seleccionó de las 
opciones de la lista desplegable “Jet on first, luego abrasive on” para evitar que el abrasivo obstruya el tubo 
de mezcla.  Para la mayoría de las aplicaciones después de que se enciende el abrasivo, debe haber una 
pausa adicional para permitir que el abrasivo ingrese al cabezal de corte.

En el área procedimiento de apagado:  Se ingresó los tiempos de permanencia en segundos, definién-
dose las pausas desde el momento en que se detiene el chorro y el momento en que se detiene el abrasivo. 
Para la mayoría de las aplicaciones de chorro abrasivo, se espera de 1 a 3 segundos después de apagar el 
abrasivo, luego se espera 0,5 segundos después de cerrar la descarga del agua. La pausa permitió evacuar 
el abrasivo del cabezal de corte, pero esto puede variar según la longitud de la línea de alimentación de abra-
sivo desde la tolva hasta el cabezal de corte.
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Figura 18   

Ingreso de Parámetros de Corte

3.5.4 Etapa 4: Medidas de rugosidad superficial

Cortadas las piezas se procedió a utilizar un rugosímetro palpador, marca Federal Surfanalizer 4000 
(Figura 19) para medir la rugosidad superficial (Anexo 7). Los datos de la Rugosidad Superficial recogidos se 
ilustran en la Tabla 10.

Figura 19

Rugosímetro Federal Surfanalizer 4000
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3.5.5 Etapa 5: Análisis de la influencia de los parámetros de corte

Esta etapa es parte de los resultados que se presenta en el capítulo de Resultados y Discusión, donde 
se determinó a partir de la tabla resumen del análisis de varianza (ANOVA), la influencia de los parámetros 
de corte: porcentaje de la velocidad de corte, flujo de abrasivo, grosor, presión y tipo de material sobre la 
rugosidad superficial; luego se analizó e interpreto los efectos significativos de los parámetros de corte 
mediante los Intervalos LSD (Diferencia Mínima Significativa) y se validó los resultados mediante el análisis 
de los residuos.

3.5.6 Etapa 6: Modelizando Ra usando redes neuronales artificiales

Esta etapa es parte de los resultados que se presenta en el capítulo de Resultados y Discusión, donde 
se diseñó y se seleccionó la Red neuronal artificial (RNA) mediante una evaluación de análisis de varianza y 
comparación de medias de Duncan para luego realizar el pronóstico de la rugosidad superficial de las piezas 
de bajas dimensiones cortadas con AWJC.

3.6 TÉCNICAS E INSTRUMENTOS 

Para esta investigación, se hizo uso de la técnica de observación, al momento que se hizo los cortes de 
las 80 piezas y se registró la medición de la rugosidad superficial, para luego modelar la predicción de la 
rugosidad superficial.  Asimismo, se utilizó la técnica de análisis, a través de las pruebas estadísticas para 
analizar los efectos de parámetros de proceso de corte: tipo de material, grosor, presión, velocidad de corte 
y flujo de abrasivo en la rugosidad superficial de piezas de bajas dimensiones cortadas con AWJC. Durante 
el proceso de observación, se utilizaron recursos auxiliares tales como videos, fotografías y fichas para la 
toma de datos.

Los instrumentos que se utilizaron fueron formatos para registrar los datos de las 80 piezas que fueron 
cortadas.

3.7 SOFTWARES UTILIZADOS PARA EL DESARROLLO

• FlowPATH: Software de la suite Flowmaster utilizado para el Diseño Asistido por Computadora 
(CAD), procesamiento del programa de la pieza muestra y para ordenar la trayectoria del corte de 
las piezas en las placas.

• FlowCUT: Software de la suite Flowmaster utilizado para generar códigos de control numérico com-
putarizado (CNC) y comunicárselos a la máquina herramienta e impulsar el chorro de agua para el 
corte de las piezas.

• AutoCAD: Software utilizado para la elaboración de los planos de vistas múltiples y dibujo isomé-
trico de la pieza. 

• Matlab: Software utilizado para entrenar a la red neuronal  

• Statgraphics: Software estadístico para los análisis estadísticos.

• Microsoft Excel, Microsoft PowerPoint y Microsoft Word.
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3.8 ASPECTOS ÉTICOS 

El desarrollo de esta investigación sobre un proceso de corte no convencional que es amigable con el 
medio ambiente no generó ningún riesgo hacia las personas, animales o medio ambiente. 

Así mismo, la autenticidad y originalidad de esta investigación fue sustentada por medio de la Declara-
ción Jurada proporcionada por la Oficina Central de Investigación de la Universidad nacional de Piura (OCIN-
VRI-UNP). 
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CAPÍTULO IV:  

RESULTADOS IV
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4.1 RESULTADOS DE LA ETAPA DE CAD/CAM 

Como resultados del CAD se obtuvieron los planos de la pieza de muestra (Anexo 5) y el plano de la dis-
tribución de las piezas en las placas de acero y aluminio que fueron cortadas (Figura 20). 

Figura 20   

Distribución de las Piezas en la Placa Cortar

Y como resultado del CAM se realizaron los cortes con la máquina de corte por chorro de agua con abra-
sivo como se observa en la Figura 21.

Figura 21

Piezas Cortadas
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4.2 RESULTADOS DE LAS PRUEBAS DE RUGOSIDAD

Las pruebas de rugosidad se hicieron con el objetivo de medir el parámetro de salida de la red neuronal, 
para medir la rugosidad se utilizó el valor de la Rugosidad promedio o desviación media aritmética del perfil 
(Ra). En la Tabla 11, se muestran los resultados obtenidos de las medidas de rugosidad superficial para cada 
pieza que fueron cortadas con diferentes valores de parámetros. 

Figura 22

Rugosidad Superficial (Ra)

En la Figura 22 se muestra las rugosidades superficiales que se obtuvieron de las mediciones que se rea-
lizaron en las 80 piezas de bajas dimensiones, de manera gráfica, donde el valor máximo fue en las piezas 
N° 3 y 29, de 6 µm, de material aluminio y valor mínimo fue de 1 µm, en la pieza N° 49, de material acero. 

Los valores máximos y mínimos de la rugosidad superficial, dependiendo del material se aprecian en la 
Tabla 10 correspondiéndoles la clase de rugosidad N9 y N7, respectivamente.

Tabla 10  

Valores Máximos y Mínimos de Ra

Material Valor máximo Ra Clase de Rugosidad Valor mínimo Ra Clase de Rugosidad

Acero 4,6 N9 1,0 N7

Aluminio 6,0 N9 1,5 N7
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Tabla 11

Datos de la Rugosidad Superficial

  Parámetros variables Parámetros Fijos  
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1 Aluminio 0,125 8000 0,35 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,5

2 Aluminio 0,125 8000 0,35 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,5

3 Aluminio 0,125 8000 0,35 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 6

4 Aluminio 0,125 8000 0,35 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 5,3

5 Aluminio 0,125 8000 0,35 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,7

6 Aluminio 0,125 8000 0,5 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,8

7 Aluminio 0,125 8000 0,5 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,8

8 Aluminio 0,125 8000 0,5 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,8

9 Aluminio 0,125 8000 0,5 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,3

10 Aluminio 0,125 8000 0,5 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,1

11 Aluminio 0,125 60 000 0,35 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,8

12 Aluminio 0,125 60 000 0,35 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,7

13 Aluminio 0,125 60 000 0,35 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,6

14 Aluminio 0,125 60 000 0,35 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,5

15 Aluminio 0,125 60 000 0,35 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,7

16 Aluminio 0,125 60 000 0,5 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,6

17 Aluminio 0,125 60 000 0,5 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,2

18 Aluminio 0,125 60 000 0,5 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,4

19 Aluminio 0,125 60 000 0,5 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,6

20 Aluminio 0,125 60 000 0,5 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 5,2

21 Aluminio 0,25 60 000 0,35 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3

22 Aluminio 0,25 60 000 0,35 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,4

23 Aluminio 0,25 60 000 0,35 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,5

24 Aluminio 0,25 60 000 0,35 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,3

25 Aluminio 0,25 60 000 0,35 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 5,2

26 Aluminio 0,25 60 000 0,5 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,1

27 Aluminio 0,25 60 000 0,5 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,5

28 Aluminio 0,25 60 000 0,5 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,8

29 Aluminio 0,25 60 000 0,5 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 6

30 Aluminio 0,25 60 000 0,5 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 5,1

31 Aluminio 0,5 60 000 0,35 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,1

32 Aluminio 0,5 60 000 0,35 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,9

33 Aluminio 0,5 60 000 0,35 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,3

34 Aluminio 0,5 60 000 0,35 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,9

35 Aluminio 0,5 60 000 0,35 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,6

36 Aluminio 0,5 60 000 0,5 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,6

37 Aluminio 0,5 60 000 0,5 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,5

38 Aluminio 0,5 60 000 0,5 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,1

39 Aluminio 0,5 60 000 0,5 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,5
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40 Aluminio 0,5 60 000 0,5 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,5

41 Acero 0,125 8000 0,35 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,8

42 Acero 0,125 8000 0,35 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,1

43 Acero 0,125 8000 0,35 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,4

44 Acero 0,125 8000 0,35 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,4

45 Acero 0,125 8000 0,35 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,4

46 Acero 0,125 8000 0,5 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,3

47 Acero 0,125 8000 0,5 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,6

48 Acero 0,125 8000 0,5 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,2

49 Acero 0,125 8000 0,5 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1

50 Acero 0,125 8000 0,5 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,6

51 Acero 0,125 60 000 0,35 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,3

52 Acero 0,125 60 000 0,35 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,3

53 Acero 0,125 60 000 0,35 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,2

54 Acero 0,125 60 000 0,35 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,3

55 Acero 0,125 60 000 0,35 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3

56 Acero 0,125 60 000 0,5 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,1

57 Acero 0,125 60 000 0,5 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,2

58 Acero 0,125 60 000 0,5 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3

59 Acero 0,125 60 000 0,5 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,7

60 Acero 0,125 60 000 0,5 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,4

61 Acero 0,25 60 000 0,35 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,7

62 Acero 0,25 60 000 0,35 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,2

63 Acero 0,25 60 000 0,35 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,8

64 Acero 0,25 60 000 0,35 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,6

65 Acero 0,25 60 000 0,35 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,6

66 Acero 0,25 60 000 0,5 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,8

67 Acero 0,25 60 000 0,5 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,6

68 Acero 0,25 60 000 0,5 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,7

69 Acero 0,25 60 000 0,5 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,6

70 Acero 0,25 60 000 0,5 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 4,1

71 Acero 0,5 60 000 0,35 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,1

72 Acero 0,5 60 000 0,35 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,8

73 Acero 0,5 60 000 0,35 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,2

74 Acero 0,5 60 000 0,35 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,1

75 Acero 0,5 60 000 0,35 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,8

76 Acero 0,5 60 000 0,5 20 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2

77 Acero 0,5 60 000 0,5 40 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,2

78 Acero 0,5 60 000 0,5 60 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 2,8

79 Acero 0,5 60 000 0,5 80 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 3,5

80 Acero 0,5 60 000 0,5 100 0,02 0,4 0,1 0,007 Granate Barton HPX 220 90 1,4
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4.3 RESULTADOS DEL ANÁLISIS DE LA INFLUENCIA DE LOS FACTORES EN LA RA

La influencia de los parámetros de corte: porcentaje de la velocidad de corte, flujo de abrasivo, grosor, 
presión y tipo de material sobre la rugosidad superficial se determinó a partir de la tabla resumen del análisis 
de varianza (ANOVA), se analizó e interpreto los efectos significativos mediante los Intervalos LSD (Diferen-
cia Mínima Significativa) y se validó los resultados mediante el análisis de los residuos.

Tabla 13

Análisis de Varianza para Ra (µm)

Fuente Suma de 
Cuadrados Gl Cuadrado 

Medio Razón-F Valor-P Sig,

EFECTOS PRINCIPALES          
 A: % Velocidad de corte 10,8913 4 2,72282 8,45 0,0018 *
 B: Flujo del Abrasivo 3,09878 1 3,09878 9,62 0,0092 *
 C: Grosor 2,27633 2 1,13817 3,53 0,0621
 D: Presión 12,321 1 12,321 38,26 0,0000 *
 E: Tipo de Material 18,225 1 18,225 56,59 0,0000 *
INTERACCIONES          
 AB 3,97761 4 0,994403 3,09 0,0579
 AC 3,05533 8 0,381917 1,19 0,3812
 AD 1,6815 4 0,420375 1,31 0,3227
 AE 2,29306 4 0,573264 1,78 0,1977
 BC 0,186333 2 0,093167 0,29 0,7539
 BD 4,624 1 4,624 14,36 0,0026 *
 BE 0,641778 1 0,641778 1,99 0,1834
 CE 0,327 2 0,1635 0,51 0,6142
 DE 0,576 1 0,576 1,79 0,2059
 ABC 1,19533 8 0,149417 0,46 0,8590
 ABD 4,8885 4 1,22213 3,79 0,0322 *
 ABE 0,7455 4 0,186375 0,58 0,6837
 ACE 0,574667 8 0,071833 0,22 0,9794
 ADE 3,0415 4 0,760375 2,36 0,1118
 BCE 0,242333 2 0,121167 0,38 0,6943
 BDE 0,441 1 0,441 1,37 0,2646
RESIDUOS 3,8645 12 0,322042  
TOTAL (CORREGIDO) 119,449 79      

Como se puede observar en la Tabla 13 los efectos simples fueron significativos para 4 parámetros estu-
diados: porcentaje de velocidad de corte, flujo de abrasivo, presión y tipo de material; en las interacciones 
dobles fue significativa la del flujo de abrasivo vs presión y existió una identificada interacción triple signifi-
cativa entre porcentaje velocidad de corte, flujo de abrasivo y la presión.

Posteriormente se agregó al residuo las interacciones que no fueron significativas y se obtuvo un ANOVA 
con variables significativas (Tabla 14).



MODELO NEURONAL PARA LA PREDICCIÓN DE LA RUGOSIDAD SUPERFICIAL Y OPTIMIZACIÓN  
DEL PROCESO DE CORTE POR CHORRO DE AGUA64

Tabla 14

Análisis de Varianza para Ra(µm) con Variables Significativas 

Fuente Suma de 
Cuadrados Gl Cuadrado 

Medio Razón-F Valor-P Sig,

EFECTOS PRINCIPALES          
 A: % Velocidad de Corte 12,0092 4 3,00229 12,67 0,0000 *
 B: Flujo de Abrasivo 5,73504 1 5,73504 24,21 0,0000 *
 C: Grosor 2,27633 2 1,13817 4,8 0,0125 *
 D: Presión 12,321 1 12,321 52,01 0,0000 *
 E: Tipo de Material 31,3204 1 31,3204 132,21 0,0000 *
INTERACCIONES          
 AB 4,18267 4 1,04567 4,41 0,0041 *
 AD 2,96517 4 0,741292 3,13 0,0229 *
 AE 2,67233 4 0,668083 2,82 0,0351 *
 BD 8,25104 1 8,25104 34,83 0,0000 *
 DE 0,315375 1 0,315375 1,33 0,2543
 ABD 6,43167 4 1,60792 6,79 0,0002 *
 ADE 3,73733 4 0,934333 3,94 0,0076 *
RESIDUOS 11,3712 48 0,236899
TOTAL (CORREGIDO) 119,449 79  

En la Tabla 14 se puede observar que todos los efectos simples fueron significativos y se dejó las interac-
ciones no significativas: DE, AE y AD porque la interacción triple ADE si fue significativa. Cabe resaltar que en 
el ANOVA sin filtro ADE fue no significativa, esto se debió a que el cuadrado medio residual mejoro al filtrar 
variables no significativas en el modelo.

Sin embargo, para validar estos resultados, con los residuos calculados, se realizó la prueba de norma-
lidad de Shapiro Wilk, la cual acepta la normalidad de los residuos con un p-value de 0,3123. Asimismo, se 
observa que no se detectaron puntos atípicos (Figura 23). 

Figura 23   

Gráfico de Probabilidad Normal con 95% límites
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Efectos simples

Los gráficos de comparación de medias mediante intervalos LSD (Figura 24), varían de tamaño en el 
grosor y presión, asimismo se observa que es más amplio el intervalo en los niveles donde se tuvo menos 
datos.

La velocidad de corte en los porcentajes de 20 % y 40 % permitieron obtener una menor rugosidad, con 
mayor flujo abrasivo se obtiene una menor rugosidad, a mayor grosor de la pieza y menor presión se tiene 
una menor rugosidad. En las piezas de acero es donde se tiene menor rugosidad.

Figura 24

Gráficos de Comparación de Medias Mediante Intervalos LSD

(a)                                                          (b)

( c)                                                          (d)

(e)
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Efecto dobles

A continuación se muestran los gráficos de efectos dobles y se puede observar que es  diferente el 
efecto que produce la velocidad de corte de la pieza sobre la rugosidad cuando se usa un flujo del abrasivo 
de 0.5 lbs/min a cuando se usa 0.35 lbs/min. Con un flujo de 0.5 la rugosidad va aumentando gradualmente 
conforme se aumenta el porcentaje de la velocidad de corte, en cambio al usar un flujo del abrasivo de 0.35 
lbs/min el comportamiento de la rugosidad es inestable aumentando significativamente la rugosidad con un 
porcentaje de la velocidad de corte de 60 %. (Figura 25).

Figura 25

Interacciones de Flujo de Abrasivo y % de Velocidad de Corte sobre Ra

La Figura 26 indica un dato importante sobre la presión, que al disminuir el nivel de presión a 8000  psi, 
la rugosidad disminuye conforme se aumenta el flujo del abrasivo, en cambio al trabajar con una presión 
mayor,  60 000 psi conforme se aumenta el flujo del abrasivo se produce un pequeño cambio en la rugosidad. 

Figura 26   

Interacciones de Presión y Flujo de Abrasivo sobre Ra
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Estas interacciones dobles del flujo abrasivo y el porcentaje de velocidad de corte, y la presión con el flujo 
abrasivo, dan existencia a una interacción triple entre las tres variables.

En la Figura 27 se observa como el porcentaje de la velocidad de corte de la pieza provoca un efecto 
diferente sobre la rugosidad dependiendo de la presión. A un nivel de presión alta (60 000 psi) la rugosidad 
de la pieza aumenta conforme aumenta el porcentaje de velocidad de corte. En cambio con una presión baja 
(8000 psi) no hay una clara diferencia significativa conforme aumenta el porcentaje de velocidad de corte, 
solo se puede observar diferencia  en rugosidad al trabajar una pieza con un porcentaje de velocidad de 
corte de 40 y de 60.

Figura 27

Interacciones de Presión y % de Velocidad de Corte sobre Ra

En la Figura 28 se observa nuevamente como el porcentaje de velocidad de corte de la pieza provoca un 
efecto diferente sobre la rugosidad dependiendo del tipo de material. En la pieza de aluminio la rugosidad 
aumenta significativamente al aumentar el porcentaje de velocidad de corte de 40% a 60%.  En cambio con la 
pieza de acero la rugosidad va aumentando gradualmente conforme aumenta el porcentaje de la velocidad 
de corte. 

Figura 28

Interacciones de Tipo de Material y % de Velocidad de Corte sobre Ra
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Estas interacciones dobles de la presión y el porcentaje de la velocidad de corte, y el tipo de material con 
el porcentaje de la velocidad de corte, dan existencia a una interacción triple entre las tres variables.

Por lo tanto, el corte por chorro de agua con abrasivo tiene mejor efecto (menor rugosidad) en piezas de 
acero con porcentaje de velocidad de corte bajo (20%, 40%), de grosor alto (0.5 “), con flujo abrasivo de 0.5 
“/min y a una presión de 8000 psi.

Diseño de la red neuronal

La red neuronal artificial seleccionada para modelar la rugosidad superficial en piezas de bajas dimen-
siones cortadas en AWJC fue el perceptrón multicapa, en razón a que se conocían los patrones de entrada 
(variables independientes): tipo de material, grosor, presión, flujo de abrasivo y el porcentaje de la velocidad 
de corte y la variable de salida (variable dependiente): rugosidad superficial.  Se buscó seleccionar el per-
ceptrón en función del número de capas ocultas; que modele mejor, los datos históricos y pueda predecir la 
rugosidad superficial.  Los pesos y bias de las redes se encuentran en el Anexo 8.

Clasificación de datos de entrenamiento, testeo y validación para la RNA

Los datos de las variables de entrada y salida han sido obtenidos en los procesos de corte de 80 piezas 
de bajas dimensiones que se realizaron en la máquina de corte por chorro de agua con abrasivo, el modelo 
fue entrenado con el 80% de los datos dejando el otro 20%, para la validación y testeo, los cuales se norma-
lizaron en el intervalo de – 1 y 1.

Selección de RNA con mejor resultado

Para la realización de la selección de la red neuronal con mejor resultado, se consideró realizar corridas 
previas con el número de capas ocultas y se determinó que con una capa oculta no se alcanzaban bue-
nos resultados, por lo que se optó usar dos capas ocultas. Posteriormente se asignaron tres factores de 
variación: número de neuronas en la primera capa oculta, número de neuronas en la segunda capa oculta y 
número de épocas, la selección se realizó mediante una evaluación de análisis de varianza y de la compa-
ración de medias de Duncan.  Los resultados que se observan en la Tabla 15 presentan el error cuadrático 
medio de las diferentes corridas del algoritmo de aprendizaje de la red neuronal de acuerdo a los factores 
indicados. El algoritmo de aprendizaje se implementó utilizando lenguaje de programación MATLAB.

Factores considerados
Los factores que se consideraron para la selección de la red neuronal 
A= Cantidad de neuronas en la primera capa oculta:  15, 30 y 90
B= Cantidad de neuronas en la segunda capa oculta:  2, 4 y 6
C= Cantidad de épocas: 30, 60 y 90
Función de entrenamiento: Algoritmo de Levenberg-Marquardt 
Función de desempeño: Error cuadrático medio (MSE)
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Tabla 15  

Evaluación del Error Cuadrático Medio de la RNA Para Rugosidad Superficial

Factores Repeticiones
Total Promedio

N° A B C I II III IV

1 5 2 30 0,03064700000000000 0,01964300000000000 0,02149000000000000 0,01792800000000000 0,089708000000000 0,022427000000000 

2 5 2 60 0,03264900000000000 0,03144600000000000 0,00184570000000000 0,00500380000000000 0,070944500000000 0,017736125000000 

3 5 2 90 0,03056400000000000 0,00469580000000000 0,00840130000000000 0,00742110000000000 0,051082200000000 0,012770550000000 

4 5 4 30 0,00392780000000000 0,03135900000000000 0,00818210000000000 0,01013100000000000 0,053599900000000 0,013399975000000 

5 5 4 60 0,02053100000000000 0,00347400000000000 0,00208290000000000 0,00252790000000000 0,028615800000000 0,007153950000000 

6 5 4 90 0,01948000000000000 0,00289930000000000 0,00418140000000000 0,00562490000000000 0,032185600000000 0,008046400000000 

7 5 6 30 0,01443400000000000 0,00047345000000000 0,00193000000000000 0,02856200000000000 0,045399450000000 0,011349862500000 

8 5 6 60 0,01539100000000000 0,00192030000000000 0,00017210000000000 0,00362040000000000 0,021103800000000 0,005275950000000 

9 5 6 90 0,00151920000000000 0,00045316000000000 0,00022876000000000 0,00048999000000000 0,002691110000000 0,000672777500000 

10 10 2 30 0,00111790000000000 0,00767740000000000 0,00482520000000000 0,00139450000000000 0,015015000000000 0,003753750000000 

11 10 2 60 0,00061993000000000 0,00002743000000000 0,00244670000000000 0,00013242000000000 0,003226480000000 0,000806620000000 

12 10 2 90 0,00005916700000000 0,01730100000000000 0,00034006000000000 0,07126700000000000 0,088967227000000 0,022241806750000 

13 10 4 30 0,00327950000000000 0,01007200000000000 0,01059800000000000 0,00499900000000000 0,028948500000000 0,007237125000000 

14 10 4 60 0,03078300000000000 0,00001387700000000 0,00000000174100000 0,00110040000000000 0,031897278741000 0,007974319685250 

15 10 4 90 0,00000002732600000 0,00123840000000000 0,00000158850000000 0,00000004833400000 0,001240064160000 0,000310016040000 

16 10 6 30 0,00015897000000000 0,00000787450000000 0,00000000863400000 0,00103670000000000 0,001203553134000 0,000300888283500 

17 10 6 60 0,00028040000000000 0,00000008217700000 0,00000006829100000 0,00000067496000000 0,000281225428000 0,000070306357000 

18 10 6 90 0,00000614980000000 0,00000000003156600 0,00000000035596000 0,00000000000057888 0,000006150188105 0,000001537547026 

19 15 2 30 0,01146900000000000 0,00239210000000000 0,02796700000000000 0,00447720000000000 0,046305300000000 0,011576325000000 

20 15 2 60 0,00000158120000000 0,00000095841000000 0,00000089924000000 0,00000000147170000 0,000003440321700 0,000000860080425 

21 15 2 90 0,04634600000000000 0,00000373900000000 0,00000000726080000 0,00229010000000000 0,048639846260800 0,012159961565200 

22 15 4 30 0,02720800000000000 0,00002148300000000 0,00000000033710000 0,00370620000000000 0,030935683337100 0,007733920834275 

23 15 4 60 0,00000000005935100 0,00000000679560000 0,00000000000771940 0,00000000156440000 0,000000008427070 0,000000002106768 

24 15 4 90 0,00000001586900000 0,00000000000152890 0,00000000083891000 0,00000001308100000 0,000000029790439 0,000000007447610 

25 15 6 30 0,00000000029879000 0,00004499200000000 0,00000000143960000 0,00000000002488900 0,000044993763279 0,000011248440820 

26 15 6 60 0,00000000000510380 0,00000000000489010 0,00000000000007317 0,00000000000914220 0,000000000019209 0,000000000004802 

27 15 6 90 0,00000000001562600 0,00000000054336000 0,00000000289140000 0,00000000232020000 0,000000005770586 0,000000001442647 

 TOTAL 0,692045146341288 0,006407825429086 
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En la Tabla 15 se puede observar las diferentes combinaciones de factores con la finalidad de encontrar 
la mejor combinación, se realizaron 4 réplicas por cada una de las combinaciones de los factores, reali-
zándose para ello, 108 redes neuronales artificiales, obteniéndose de cada una de ellas el error cuadrático 
medio.

El análisis de varianza (ver Tabla 16) que se realizó mostró que los factores A y B, cantidad de neuronas 
en la primera capa oculta y cantidad de neuronas en la segunda capa oculta respectivamente presentan 
una influencia altamente significativa al 95% en el error cuadrático medio, mientras que el factor C, número 
de épocas no tiene influencia en el cálculo del error cuadrático medio de las rugosidades superficiales en 
las piezas de bajas dimensiones y la razón es que en los niveles estudiados se observa que se consiguen 
errores muy pequeños, lo cual no hace falta mayor procesamiento computacional, asimismo presenta un 
coeficiente de variabilidad de 1,84%.

Tabla 16  

Análisis de varianza Error Cuadrático

Origen Suma de cuadra-
dos tipo III gl Media cuadrática F Sig,

Modelo corregido ,005a 26 ,000199 1,690400 ,039066

Intersección ,004435 1 ,004435 37,716065 0,0000

A ,001157 2 ,000579 4,922324 0,0096

B ,001658 2 ,000829 7,051164 0,0015

C ,000335 2 ,000168 1,426713 0,2461

A * B ,000086 4 ,000021 0,182294 0,9470

A * C ,000517 4 ,000129 1,098634 0,3630

B * C ,000590 4 ,000147 1,253848 0,2950

A * B * C ,000824 8 ,000103 0,876361 0,5400

Error ,009524 81 ,000118    

Total ,019126 108      

Total corregida ,014691 107      

a, R cuadrado = ,352 
(R cuadrado corre-
gida = ,144)

El análisis de Rango Múltiple de Duncan, en la Tabla 17 muestra que con el factor A, número de neuronas 
en la primera capa oculta, se obtuvieron mejores resultados en el error cuadrático medio, cuando los niveles 
fueron 10 y 15 neuronas, comportándose estadísticamente iguales, sin embargo, numéricamente con 15 
neuronas se consiguió un menor error cuadrático medio, de 0,0034980363247

En el análisis del factor B, número de neuronas en la segunda capa oculta, se observó que con 6 neu-
ronas se consigue un menor error cuadrático medio 0,0019647302306 y en análisis del factor C, número 
de épocas, los niveles 30, 60 y 90 se muestra que no hay diferencias significativas entre ellas, lo que se 
corrobora con el análisis de varianza, sin embargo, numéricamente el menor error cuadrático medio de 
0,0043353481371, correspondió a 90 épocas.
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Con respecto a las interacciones de los factores A y B, número de neuronas en la primera capa oculta y 
número de neuronas en la segunda capa oculta se puede afirmar que todas se comportan estadísticamente 
iguales con excepción de las interacciones 5x2, 5x4 y 10x2, en las cuales se obtuvieron valores superiores 
de error cuadrático medio y la interacción con la que se obtuvo numéricamente un menor valor fue 15x6, con 
un error cuadrático medio de 0,0000037494949.

Con respecto a las interacciones de los tres factores, número de neuronas en la primera capa oculta, 
número de neuronas en la segunda capa oculta y número de épocas, respectivamente se puede afirmar que 
se muestran dos grupos, pero dentro el grupo que tiene la menor variabilidad, la interacción con la que se 
obtuvo numéricamente un menor valor fue 15x6x60, con un error cuadrático medio de 0,0000000000048.

Tabla 17  

Análisis de Rango Múltiple de Duncan

Clave N° de neuronas capa oculta 1 Error Cuadrático Medio

A1 5 0,0109813988889  b

A2 10 0,0047440410736 a

A3 15 0,0034980363247 a

Clave N° de neuronas capa oculta 2 Error Cuadrático Medio

B1 2 0,0114969998217 b

B2 4 0,0057617462349 a

B3 6 0,0019647302306 a

Clave N° Épocas Error Cuadrático Medio

C1 30 0,0086433438954 a

C2 60 0,0043353481371 a

C3 90 0,0062447842547 a

Clave Interacción Error Cuadrático Medio

A1B1 5x2 0,0176445583333 b

A1B2 5x4 0,0095334416667 ab

A1B3 5x6 0,0057661966667 a

A2B1 10x2 0,0029990848333 ab

A2B2 10x4 0,0051738202418 a

A2B3 10x6 0,0001237368863 a

A3B1 15x2 0,0079123627994 a

A3B2 15x4 0,0025779767962 a

A3B3 15x6 0,0000037494949 a

Clave Interacción Error Cuadrático Medio

A1B1C1 5x2x30 0,0224270000000 b

A1B1C2 5x2x60 0,0177361250000 ab

A1B1C3 5x2x90 0,0127705500000 ab

A1B2C1 5x4x30 0,0133999750000 ab

A1B2C2 5x4x60 0,0071539500000 ab
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A1B2C3 5x4x90 0,0080464000000 ab

A1B3C1 5x6x30 0,0113498625000 ab

A1B3C2 5x6x60 0,0052759500000 ab

A1B3C3 5x6x90 0,0006727775000 a

A2B1C1 10x2x30 0,0037537500000 a

A2B1C2 10x2x60 0,0008066200000 a

A2B1C3 10x2x90 0,0222418067500 ab

A2B2C1 10x4x30 0,0072371250000 ab

A2B2C2 10x4x60 0,0079743196853 ab

A2B2C3 10x4x90 0,0003100160400 a

A2B3C1 10x6x30 0,0003008882835 a

A2B3C2 10x6x60 0,0000703063570 a

A2B3C3 10x6x90 0,0000015375470 a

A3B1C1 15x2x30 0,0115763250000 ab

A3B1C2 15x2x60 0,0000008600804 a

A3B1C3 15x2x90 0,0121599615652 ab

A3B2C1 15x4x30 0,0077339208343 ab

A3B2C2 15x4x60 0,0000000021068 a

A3B2C3 15x4x90 0,0000000074476 a

A3B3C1 15x6x30 0,0000112484408 a

A3B3C2 15x6x60, 0,0000000000048 a

A3B3C3 15x6x90 0,0000000014426 a

  CV= 1,84%

Según el análisis realizado se evidencio que existen 2 grupos estadísticamente diferentes de manera 
significativa, siendo el de mejor comportamiento la red compuesta de 15 neuronas ocultas en la primera 
capa oculta, 6 neuronas en la segunda capa oculta y 60 épocas.

Con los resultados de los análisis anteriores, se procedió a realizar la implementación teniendo los 
siguientes parámetros:

Cantidad de neuronas en la capa de entrada:   05
Cantidad de neuronas en la primera capa oculta:  15
Cantidad de neuronas en la segunda capa oculta: 06
Cantidad de neuronas en la capa de salida:  01

Función de transferencia:    
Algoritmo de entrenamiento:   Levenberg - Marquardt
Tipo red:      Perceptrón multicapa 

En la Figura 29 se muestra el diagrama topológico de la red neuronal seleccionado para el pronóstico de 
la rugosidad superficial de las piezas de bajas dimensiones cortadas en AWJC.
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Figura 29

Modelo de Red Neuronal Empleado en la Investigación 

Creación de la red neuronal

La red que fue seleccionada luego del análisis correspondiente, para modelar y predecir la rugosidad 
superficial de las piezas de bajas dimensiones cortadas con AWJC, se muestra a continuación usando como 
lenguaje de programación Matlab (Ver Figura 30).

Figura 30

Red Neuronal

Se utilizó el código del software de Matlab, ver Anexo 9, para el entrenamiento de la red neuronal artificial
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Figura 31 

Entrenamiento de la RNA

En la Figura 31 se observó en tiempo real la cantidad de épocas, tiempo transcurrido, rendimiento, gra-
diente de descenso y validaciones realizadas en el aprendizaje de la red.  El proceso de entrenamiento se 
detiene cuando el programa encuentra un valor óptimo en cualquiera de los parámetros mencionados.  En 
la Figura 32 se observa que el proceso de entrenamiento se detuvo en la 37 iteración cuando el rendimiento 
alcanza un valor óptimo de 0,00000000000007317.  
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Figura 32

Evaluación del Rendimiento la RNA

De la Figura 33 se observó que el error cuadrático medio empieza con un valor grande y luego tiene una 
tendencia decreciente, hasta lograr un valor mínimo en la 37va iteración, lo que demuestra que la red apren-
dió; observándose un error cuadrático medio muy pequeño (ECM=  0,00000000000007317).  Asimismo, se 
observa que el conjunto de datos de prueba y validación poseen características similares, por lo que no se 
presenta ningún sobre ajuste significativo del modelo. Cabe resaltar que este resultado corresponde a la 
corrida 104, a diferencia de lo se mostró en la Tabla 18 que correspondió al error cuadrático medio de todos 
los datos de entrenamiento.
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Figura 33

Gráfica de Correlación en la Fase de Entrenamiento, Validación y Prueba

La correlación de respuesta de la RNA es de 1 (Figura 33) por lo que se observa que hay una correlación 
entre los objetivos y las salidas. El modelo es predictivo con coeficiente de determinación (R2) de 100%, 
mostrando un buen ajuste del modelo a sus datos y lográndose un excelente objetivo predictivo.

Asimismo, se observa para la etapa de entrenamiento, los 64 datos (80% de los datos) hay una corres-
pondencia de un coeficiente de correlación de r=1, por lo que la RNA aprendió con mucha efectividad y para 
la etapa de validación, los 8 datos elegidos al azar (10% de los datos), se obtuvo también un buen resultado 
(r=1).  Igualmente, para la etapa de prueba, 8 datos (10% de los datos) se obtuvo un coeficiente de correla-
ción r=1. Cabe resaltar que es el software de Matlab quien selecciona al azar, el conjunto de datos en los 
porcentajes 80% para el entrenamiento, 10% para la validación y 10% para la prueba, lo que permitió evitar 
el sesgo en el proceso. 
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Pronóstico de la Rugosidad Superficial (Ra)

Después que la red se entrenó y se obtuvo un rendimiento adecuado (error de entrenamiento minino) se 
procedió a realizar la predicción de la rugosidad superficial de las piezas de bajas dimensiones cortadas 
con AWJC.

Tabla 18  

Error entre Ra Cortado en AWJC y lo Pronosticado

Ra (µm)  
AWJC

 Ra (µm)  
Pronosticada con RNA Error 

4,3 4,3000006 -6,29209140E-07

4,3 4,2999997 2,91926610E-07

2,1 2,0999991 8,75127190E-07

5,1 5,0999993 6,87830670E-07

3,6 3,6000002 -1,59926350E-07

4,8 4,8000002 -1,54515120E-07

2,4 2,4000013 -1,29534815E-06

1,6 1,6000005 -4,59229990E-07

En la Tabla 18 se observa el 10% de los datos que no se utilizaron en el entrenamiento,  con los cuales se 
probó el modelamiento de las predicciones de las rugosidades superficiales, observándose  que se acercan 
mucho a los valores reales, siendo el mayor error cuadrático medio de 6,88E-07

En la Tabla 19 se presentan los valores de los errores del modelo de la red neuronal artificial, los cuales 
fueron valores muy pequeños, por lo que se puede indicar que el modelo de la red neuronal artificial presenta 
un buen ajuste al comportamiento de las rugosidades superficiales de las piezas de bajas dimensiones cor-
tadas con AWJC.

Tabla 19  

Valores de los Errores del Modelo de RNA

Error Cuadrático medio 
(MSE)

Raíz del error cuadrático 
medio (RMSE)

Error porcentual absoluto medio 
(MAPE)

0,000000000000793 8,90595E-07 0,0024979%

En la Figura 34 se hace una comparación entre los resultados obtenidos de la red neuronal artificial y los 
valores reales de la rugosidad superficial, donde su puede observar todos los valores han sido reproducidos 
con exactitud.
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Figura 34 

Comparación de los Valores reales de Precipitaciones y los Obtenidos con la RNA

4.4 DISCUSIÓN

En esta sección se analiza y sé discuten los resultados obtenidos, con el objetivo de contrastarlos con 
las hipótesis de la investigación presentadas en el capítulo 2.

Primera hipótesis: Posibilidad de cortar piezas de bajas dimensiones utilizando el proceso de corte por 
chorro de agua con abrasivo (AWJC).

Generalmente las piezas que se habían cortado con la máquina de corte por chorro de agua con abrasi-
vos, marca FLOW, modelo Mach 4 4020b, eran piezas de tamaño grande y mediano, por lo que se planteó la 
siguiente hipótesis:

“Se podrá realizar los cortes en piezas de bajas dimensiones utilizando el proceso de corte por chorro 
de agua con abrasivo (AWJC)”

Se logró cortar las 80 piezas de bajas dimensiones utilizándose la máquina de corte por chorro de agua 
con abrasivos, marca FLOW, modelo Mach 4 4020b, para ello se adquirido los hidrobloques para que las 
piezas no cayeran a la bandeja de agua.

Segunda hipótesis: El análisis de los parámetros que se variaron al realizar los cortes con AWJC

Para realizar los cortes de piezas de bajas dimensiones con AWJC, se variaron los valores de los paráme-
tros: tipo de material, grosor, presión, velocidad de corte y flujo de abrasivo, por ello se planteó la siguiente 
hipótesis: 
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“Con el análisis de los efectos de parámetros de proceso de corte: tipo de material, grosor, presión, velo-
cidad de corte y flujo de abrasivo se podrá determinar la influencia de ellos en la rugosidad superficial”

Con el análisis de varianza se pudo determinar la influencia, obteniéndose que todos los efectos simples 
fueron significativos para los 5 parámetros estudiados, en las interacciones dobles fueron significativas el 
porcentaje de velocidad de corte vs flujo de abrasivo, el porcentaje de velocidad de corte  vs presión, el por-
centaje de velocidad de corte vs tipo de material, el flujo de abrasivo vs presión, y existieron dos identifica-
das interacciones triples significativas entre porcentaje de velocidad de corte, flujo de abrasivo y la presión 
y la interacción porcentaje de velocidad de corte,  presión y tipo de material.

Los parámetros que se consideraron en la investigación como la presión de chorro de agua, flujo de 
abrasivo también fueron estudiados para predecir la rugosidad de la superficie en el proceso de AWJ a nivel 
macro por Shukla & Tambe (2010), Çaydaş & Hasçalik (2008) y Zagórski et al. (2018). 

Tercera hipótesis: El análisis del aprendizaje de la red neuronal artificial

“El análisis del aprendizaje de la red neuronal artificial permitirá obtener una configuración adecuada de 
la red que produzca salidas deseadas”.

Los factores que se consideraron fueron cantidad de neuronas en la primera capa oculta (5, 10, 15), 
cantidad de neuronas en la segunda capa oculta (2, 4 y 6) y la cantidad de épocas (30, 60 y 90), llegándose 
a realizarse 108 entrenamientos bajo las diferentes combinaciones. La red neuronal artificial para el mode-
lamiento fue seleccionada mediante un análisis de varianza y la comparación de medias de Duncan, com-
puesta por 15 neuronas en la primera capa oculta, 6 neuronas en la segunda oculta y 90 épocas.

El tipo de red utilizada en la investigación fue perceptrón multicapa con el algoritmo de aprendizaje 
Levenberg - Marquardt a diferencia que Çaydaş & Hasçalik (2008) que utilizo el algoritmo backpropagation.

Cuarta hipótesis: La metodología de redes neuronales 

“La metodología de redes neuronales modela adecuadamente el pronóstico de la rugosidad superficial 
en piezas de bajas dimensiones cortadas con AWJC”

La topología de la red neuronal artificial que mejor respondió al modelamiento y pronóstico de la rugo-
sidad superficial fue aquella que compuesta por 15 neuronas en la primera capa, 6 neuronas en la segunda 
capa y 90 épocas. Obteniéndose un MSE de 0,000000000000793, un RMSE de 8,90595E-07 y un MAPE de 
0,0024979% para el modelamiento.
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CONCLUSIONES

• Se logró diseñar y construir una red neuronal artificial multicapa (con 02 capas ocultas) capaz de 
predecir la rugosidad de piezas de bajas dimensiones cortadas con AWJC.

• En el análisis de varianza todos los efectos simples fueron significativos para los 5 parámetros 
estudiados, en las interacciones dobles fueron significativas el porcentaje de velocidad de corte vs 
flujo de abrasivo, el porcentaje de velocidad de corte  vs presión, el porcentaje de velocidad de corte 
vs tipo de material, el flujo de abrasivo vs presión, y existieron dos identificadas interacciones triples 
significativas entre porcentaje de velocidad de corte, flujo de abrasivo y la presión y la interacción 
porcentaje de velocidad de corte,  presión y tipo de material.

• El corte por chorro de agua con abrasivo tiene mejor efecto (menor rugosidad) en piezas de acero 
con porcentaje de velocidad de corte bajo (20%, 40%) de grosor alto (0,5 “) trabajando con flujo 
abrasivo de 0,5 “/min y a una presión de 8000 psi.

• Fue necesario probar varias combinaciones para encontrar una topología que responda mejor a los 
datos de rugosidad superficial de las piezas de bajas dimensiones cortadas por AWJC, porque no 
existe una regla con la que se pueda determinar el diseño para un caso en particular. Los factores 
que se consideraron fueron cantidad de neuronas en la primera capa oculta (5, 10, 15), cantidad de 
neuronas en la segunda capa oculta (2,4,6) y la cantidad de épocas (30, 60 y 90). La red neuronal 
artificial que fue seleccionada la que estaba compuesta por 15 neuronas en la primera capa oculta, 
6 neuronas en la segunda oculta y 90 épocas.

• Con la topología de la red neuronal artificial que se selecciono para el modelamiento de la predic-
ción de la rugosidad superficial, se obtuvo un MSE de 0,000000000000793, un RMSE de 8,90595E-
07 y un MAPE de 0,0024979% .

• Las redes neuronales artificiales pueden ser aceptadas como herramientas poderosas que pueden 
ser utilizados en procesos de mecanizado no convencional, ya sea para la predicción, o modelado 
complejo altamente no lineales.
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RECOMENDACIONES

• Difundir el uso de las redes neuronales artificiales para su aplicación, en procesos de manufactura u 
otras áreas.

• Las redes neuronales artificiales pueden aplicarse a la predicción de los otros parámetros objetivos 
del AWJC. 

• Como futuro trabajo, el análisis de la rugosidad superficial en piezas de bajas dimensiones cortadas 
con otros de los procesos de corte no convencionales para la comparación de los resultados.

• Difundir el uso de máquinas de corte no convencionales de corte, como  las máquinas de corte el 
corte por chorro de agua con abrasivos por tener un desempeño ambiental/sostenible.
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ANEXOS

ANEXO 1. Máquina de corte por chorro de agua, marca FLOW modelo Mach 4 4020 
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ANEXO  2. Especificaciónes técnica de la máquina de corte por chorro de agua



MODELO NEURONAL PARA LA PREDICCIÓN DE LA RUGOSIDAD SUPERFICIAL Y OPTIMIZACIÓN  
DEL PROCESO DE CORTE POR CHORRO DE AGUA86

ANEXO  3. Especificaciónes técnicas de los hidrobloc
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ANEXO  4. Tabla de flujo de abrasivo Barton HPX

ABRASIVE FLOW RATE FOR BARTON HPX
 

120 Mesh 150 Mesh 180 Mesh 220 Mesh

Disk Lb/Min Lb/Min Lb/Min Lb/Min

0,0625 0,03 0,04 0,04 0,04

0,0790 0,06 0,07 0,07 0,07

0,0938 0,10 0,11 0,12 0,11

0,1095 0,15 0,16 0,17 0,16

0,1250 0,20 0,21 0,22 0,22

0,1406 0,30 0,30 0,30 0,30

0,154

 

0,35

 

0,35

 

0,35

 

0,35

0,168 0,45 0,45 0,50 0,50

0,184 0,55 0,60 0,60 0,60

0,196 0,70 0,70 0,70 0,70

0,206 0,75 0,75 0,75 0,75

0,215 0,85 0,85 0,85 0,85

0,222 0,90 0,90 0,90 0,90

0,229 1,00 0,95 0,95 0,95

0,237 1,10 1,05 1,05 1,00

0,246 1,20 1,15 1,15 1,10

0,255 1,30 1,25 1,20 1,15

0,263 1,40 1,35 1,30 1,25

0,269 1,50 1,45 1,40 1,40

0,275 1,60 1,55 1,50 1,50

0,281 1,70 1,65 1,60 1,60

0,288 1,75 1,75 1,70 1,70

0,295 1,90 1,85 1,85 1,85

0,302 2,00 2,00 2,00 2,00

Recommended Abrasive Flow Rates lb,/min

Orifice/Nozzle 40k 50 - 55k 60k
,007/,020   0,3   0,4   0,4
,010/,030 0,6 0,8 0,8
,013/,040 1 1,2 1,2
,014/,040 1,1 1,3 1,3
,016/,040 1,2 1,4 1,5
,018/,050 NA 2,1 2,4

 
* Denotes drilling disk sizes,  These disks are not part of kit 010295-1,
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ANEXO  5. Plano de la Pieza muestra
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ANEXO  6. Numeración de las piezas 

                       
1/8" -- Aluminio -- Baja Presión   1/8" -- Acero -- Baja Presión 

                                              
Flujo Abrasivo: 0,50   Flujo Abrasivo: 0,50 

  6   7   8   9   10       46   47   48   49   50   
                                              

Flujo Abrasivo: 0,35   Flujo Abrasivo: 0,35 
  1   2   3   4   5       41   42   43   44   45   

      
                                              
                                              

1/2" -- Aluminio -- Alta Presión   1/2" -- Acero -- Alta Presión 
                                              

Flujo Abrasivo: 0,50   Flujo Abrasivo: 0,50 
  36   37   38   39   40       76   77   78   79   80   
                                              

Flujo Abrasivo: 0,35   Flujo Abrasivo: 0,35 
  31   32   33   34   35       71   72   73   74   75   

      
                                              
                                              

1/4" -- Aluminio -- Alta Presión   1/4" -- Acero -- Alta Presión 
                                              

Flujo Abrasivo: 0,50   Flujo Abrasivo: 0,50 
  26   27   28   29   30       66   67   68   69   70   
                                              

Flujo Abrasivo: 0,35   Flujo Abrasivo: 0,35 
  21   22   23   24   25       61   62   63   64   65   

      
                                              
                                              

1/8" -- Aluminio -- Alta Presión   1/8" -- Acero -- Alta Presión 
                                              

Flujo Abrasivo: 0,50   Flujo Abrasivo: 0,50 
  16   17   18   19   20       56   57   58   59   60   
                                              

Flujo Abrasivo: 0,35   Flujo Abrasivo: 0,35 
  11   12   13   14   15       51   52   53   54   55   

      

                       
 

20% Velocidad de corte: Verde    40% Velocidad de corte: Azúl
60% Velocidad de corte: Celeste    80% Velocidad de corte: Magenta
100% Velocidad de corte: Amarillo
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ANEXO  7. Mediciones de la rugosidad superficial
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ANEXO  8. Pesos y sesgos de las Redes

Pesos desde la capa de entrada hacia la primera capa oculta (15x5)

0,98903846 0,00579003 2,16871854 0,09907748 -2,60185741

1,80758642 -0,66771735 1,38977706 0,4179357 1,52043122

0,75424819 2,05125026 -0,54563202 -1,79804653 -2,08106272

0,5200332 0,3805309 1,5084412 -0,73720286 -2,29823332

1,68683279 1,70990489 0,17656585 -1,01913331 -0,90350596

1,8807566 -0,28441926 -0,39068272 -1,26629277 -0,45256775

-1,88219022 -0,43605689 1,41259949 -0,70335922 -1,67926966

-1,88291789 0,9110238 1,45850448 1,20713595 0,46581871

1,98650476 0,46272753 -1,32344234 -0,83658036 -0,64203627

1,94032398 0,94591845 -1,24855105 0,09906415 1,41584182

-0,36031557 -1,39910712 -2,35939684 0,19890745 0,09350689

0,52271632 -0,47928012 -1,58339017 0,0113932 1,60122696

1,49876493 -1,41860495 -1,35846213 0,53783783 -0,04850159

0,36882209 0,97106972 1,07599379 1,48046908 -0,98915871

-0,69504725 0,21847379 -1,31788899 1,35405781 -1,4391336

Pesos desde la primera

0,14643945 1,05807616 -0,26051257 0,09624978 -0,81325541 -0,1669847 0,55989961 -0,84566584 0,58266034 -0,18548678 -0,29940253 0,53330022 -0,78898502 0,20579965 0,55743705

-0,17165359 -0,22671771 0,53065011 -1,23566982 -0,51827359 -0,6832206 0,61889163 -0,41278857 -0,87307449 -0,8472738 0,76560804 -0,4024947 0,61104782 -0,09095077 0,58895515

-1,13865498 0,07423674 0,8974687 -0,55126177 -0,06962501 1,42897869 0,01451584 0,64466478 0,35189817 -0,7317529 0,56546354 -1,54911288 0,60858666 0,78786667 0,21617212

-0,76194115 0,35630566 -0,02048553 0,36193192 -0,7332055 -0,13314034 0,49951776 -0,3290475 -0,88108397 0,09434063 -0,58352198 -0,09663871 -0,53464475 0,16678314 -1,3729598

0,13922365 -1,22454694 -0,74197633 -0,39350998 -0,39804016 -0,6411598 0,24313793 -0,34757594 0,03643233 0,04735101 1,14173696 -0,44281798 -0,16417878 1,11321994 0,42024356

0,47020627 0,14188369 -1,44273082 -0,76839986 -0,03071163 -0,53674803 -0,8946728 0,66109781 0,07727231 0,82959183 0,23915476 0,44154341 0,2978096 0,25701629 0,70634308

Pesos desde la segunda capa oculta hacia la capa de salida (1x6)

0,4655 1,0721 -1,7557 -2,5266 -0,7437 -0,8087

Sesgos o bias de la capa oculta (15x1)

-2,55170178

-2,28471556

1,44920599

1,05894392

-1,35880327

-1,00237026

-0,11062606

0,29925005

0,36358133

0,31997578

-0,92558434

1,75142536

1,53644765

2,13566459

-2,5844002
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Sesgos o bias de la segunda capa oculta (6x1)

-1,88798415

0,943079

0,04596234

-0,39296641

1,23844367

1,61538779

Sesgos o bias de la capa de salida (1x1)

1,1444
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ANEXO  9. Algoritmo de aprendizaje

clear all; close all; clc
y=xlsread(‘V2B Datos Redes Neuronal.xlsx’, ‘Datos Red’,’B4:G83’);
x=y’;
baraja = randperm(80);
x=x(:,baraja);
[PS, ps]= mapminmax (x(1:5,:));
[TS, ts]= mapminmax (x(6,:));
PN = PS;
TN = TS;
net = newff(PN,TN,[15 6],{‘tansig’,’tansig’,’purelin’},’trainlm’);
net.trainParam.epochs = 60;
net.trainParam.max_fail= 1250;
net.trainParam.goal = 0.0000001;
%DIVISIÓN DE DATOS
testset.P = PN(:,73:80);
testset.T = TN(:,73:80);
valset.P = PN(:,65:72);
valset.T = TN(:,65:72);
%ERROR CUADRÁTICO MEDIO  
net.performFcn = ‘mse’;
%ENTRENAMIENTO DE LA RNA
[net, tr] = train(net, PN, TN, [], [], testset, valset);
output = sim(net, PN);
Targets = mapminmax(‘reverse’, TN, ts);
Salida = mapminmax(‘reverse’, output, ts);
figure(1)
plot (Targets, ‘ob’);
hold on;
plot(Salida, ‘+r’);
%PESOS Y BIAS POR CADA CAPA
W1c = net.iw{1,1} ;         % Capa de entrada
W2c = net.lw{2,1} ;         % 1ra Capa oculta
W3c = net.lw{3,2} ;         % 2da Capa oculta
B1c = net.b{1} ;               % Bias Capa de entrada
B2c = net.b{2} ;               % Bias 1ra Capa oculta
B3c = net.b{3} ;               % Bias 2da Capa oculta

%PRONOSTICO
EP = xlsread(‘Input3.xlsx’);
G = EP’;
Entrada_Prueba = mapminmax(‘apply’, G, ps) ;
Simulacion_Prueba = sim(net, Entrada_Prueba);
[Pronostico_Prueba] = mapminmax(‘reverse’, Simulacion_Prueba,ts);
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en la investigación.


	_Hlk116853314
	_Hlk116854512
	_Hlk116857093
	_Ref116859291
	_Ref107253573
	_Ref107253653
	_Ref107253695
	_Ref107253706
	_Hlk117110885
	_Ref117463604
	_Ref106512773
	_Ref106512833
	_Ref106512825
	_Ref107264288
	_Ref117042200
	_Ref106779642
	_Ref117038189
	_Ref116922047
	_Ref107264627
	_Ref117460503
	_Ref107264981
	_Hlk132057805
	_Hlk118993532
	_Hlk118993551
	Prologo
	Dr. Nicolás Kemper Valverde

	INTRODUCCIÓN
	CAPÍTULO I:
	ASPECTOS DE LA PROBLEMÁTICA
	1.1 Descripción de la realidad problemática 
	1.2 Delimitación de la investigación 

	CAPÍTULO II: 
	MARCO TEORICO
	2.1 Antecedentes de la investigación
	2.2 Origen del corte con chorro de agua
	2.2.1 Principio de funcionamiento 
	2.2.2 Tipos de corte por chorro de agua
	2.2.3 Corte por chorro de agua – WJC
	2.2.4 Sistema de AWJC 
	2.2.5 Formación del chorro
	2.2.6 Sistema de suministro de abrasivos
	2.2.7 Parámetros del proceso de AWJC
	2.2.8 Ventajas
	2.2.9 Desventajas

	2.3 La Rugosidad 
	2.3.1 Rugosidad promedio (Ra)

	2.4 Inteligencia Artificial
	2.4.1 Redes Neuronales Artificiales (RNA)
	2.4.2 Estructura básica de una Red Neuronal Artificial
	2.4.3 Modelo de neurona artificial
	2.4.4 Tipos de función de activación
	2.4.5 Arquitectura de las redes neuronales
	2.4.6 Perceptrón Multicapas

	2.5 Hipótesis 

	CAPÍTULO III:
	MARCO METODOLÓGICO
	3.1 Enfoque 
	3.2 Diseño 
	3.3 Universo
	3.4 Muestra
	3.5 Métodos y procedimientos
	3.5.1 Etapa 1: Requerimientos para el corte de las piezas de bajas dimensiones
	3.5.2 Etapa 2: Diseño Asistido por Computadora - CAD 
	3.5.3 Etapa 3: Manufactura Asistida por Computadora - CAM 
	3.5.4 Etapa 4: Medidas de rugosidad superficial
	3.5.5 Etapa 5: Análisis de la influencia de los parámetros de corte
	3.5.6 Etapa 6: Modelizando Ra usando redes neuronales artificiales

	3.6 Técnicas e instrumentos 
	3.7 Softwares utilizados para el desarrollo
	3.8 Aspectos éticos 

	CAPÍTULO IV:  
	RESULTADOS 
	4.1 Resultados de la etapa de CAD/CAM 
	4.2 Resultados de las pruebas de rugosidad
	4.3 Resultados del análisis de la influencia de los factores en la Ra
	4.4 Discusión
	CONCLUSIONES
	RECOMENDACIONES

	REFERENCIAS
	ANEXOS

